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Kapitel 1

Einleitung

1.1 Motiv ation

Soziale Netzw erk e sind in der heutigen Gesellsc haft allgegen w ärtig � F reundsc haften,

familiäre Strukturen und In teressengemeinsc haften wie V ereine sind n ur einige Beispie-

le. Jeder Mensc h gehört einer Vielzahl dieser Netzw erk e an, w ob ei sic h die Mengen

ihrer Mitglieder häu�g üb ersc hneiden. Durc h K omm unik ation und In teraktion dieser

un tereinander, v erändert sic h die Struktur der Netzw erk e. So k omm t es zu deren W ei-

teren t wic klung, der En tsteh ung neuer Netzw erk e und dem V ersc h winden sc hon b este-

hender. Un tersuc h ungen dieser Dynamik sind üb erwiegend im Bereic h der Soziologie

angesiedelt. Mit Umfragen, historisc hen Analysen und Statistik en wird v ersuc h t, die

V orgänge innerhalb v on sozialen Netzw erk en, wie Grupp en- und Bewusstseinsbildung,

zu v erstehen.

Die rasan te En t wic klung des In ternet hat es ermöglic h t, dass sic h Mensc hen orts-

unabhängig zusammensc hlieÿen, k omm unizieren, k ollab orativ neue Inhalte sc ha�en

und F reundsc haften un tereinander eingehen. Beispiele derartiger sozialer Netze sind

MySp ac e

1

, Flickr

2

, F ac eb o ok

3

, Digg

4

, Y outub e

5

u.v.a. Deren Haupteigensc haft ist die

emergen te und dezen tralisierte Sc ha�ung v on Inhalten, seman tisc hen V erkn üpfungen

(z.B. Hyp erlinks ) und F reundsc hafts-Strukturen. Daraus ergeb en sic h einzigartige Mög-

lic hk eiten zur Datenausw ertung.

Ziel dieser Arb eit ist es, in sozialen Netzw erk en mit Metho den des Data Mining

T rends zu en tdec k en und deren Struktur zu analysieren. In diesem Zusammenhang

wird un ter einem T rend eine zeitlic h b egrenzte P erio de v erstanden, w ährend der der

1

h ttp://www.m yspace.com

2

h ttp://www.�ic kr.com

3

h ttp://www.faceb o ok.com

4

h ttp://digg.com

5

h ttp://www.y outub e.com
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Kapitel 1 Einleitung

F okus aller o der einiger Mitglieder signi�k an t stark auf ein o der mehrere b estimm te

Inhalte gelegt ist. Die En tsc heidung für das zu un tersuc hende soziale Netzw erk �el

auf die Musikplattform L ast.fm

6

, eine Art in teraktiv es und für jeden Ben utzer in-

dividuell gestaltbares In ternetradio. Dieses Netzw erk wurde aufgrund seiner o�enen

Daten-Sc hnittstelle ausgew ählt. Zudem bietet es den V orteil eines in tuitiv en Zugangs

zu T rends in F orm v on w ö c hen tlic hen Musik-Charts. Dab ei handelt es sic h um Ranglis-

ten b estehend aus Musik-Stüc k en und den en tsprec henden Hörerzahlen.

1.2 Zen trale F ragestellungen

Der F okus dieser Arb eit liegt auf der Gewinn ung, Aufb ereitung und Analyse v on Infor-

mationen üb er das Hörv erhalten einer T eilmenge der 20 Millionen b ei L ast.fm angemel-

deten Ben utzer. Die V erarb eitung dieser Daten erfolgt un ter An w endung v on Metho den

des Data Mining wie Clustering- und Klassi�kations-V erfahr en . Diese ermöglic hen un-

ter Anderem die En tdec kung signi�k an ter Sc h w ankungen im Bezug auf den K onsum

b estimm ter Stüc k e und m usik alisc her Stile. Die zen tralen F ragestellungen, w elc he im

Rahmen dieser Arb eit b ean t w ortet w erden sollen, sind:

1. Wie lassen sic h Musik-T rends mit den zur V erfügung stehenden Daten formal

fassen?

2. Wie k önnen Data Mining -Metho den sinn v oll eingesetzt w erden, um T rends au-

tomatisc h zu en tdec k en und in für Mensc hen v erständlic her F orm zu c harakteri-

sieren?

3. W as sind die Ursac hen für die En tsteh ung und Ausbreitung v on T rends?

4. W elc he un tersc hiedlic hen Rollen spielen die Ben utzer hierb ei?

Die Herausforderungen b eginnen mit der De�nition eines T rends und b einhalten w ei-

terhin die Besc ha�ung der Daten (Abfragestrategie), die Ausw ahl der en tsc heidenden

Merkmale ( F e atur e Sele ction ), die sinn v olle W ahl v on V orv erarb eitung und Distanz-

maÿ, die Ausw ahl v on Metho den des Data Mining , der Visualisierung und In terpreta-

tion der Resultate u.v.m. Der Sc h w erpunkt liegt hierb ei auf dem oft als Mainstr e am

b ezeic hneten Bereic h, also auf den meistgehörten Künstlern und Stüc k en und den Be-

n utzern, w elc he am stärksten für die Bildung der w ö c hen tlic hen Charts v eran t w ortlic h

sind. Es soll un tersuc h t w erden, in wiefern sic h Musik-T rends automatisc h en tdec k en

und c harkterisieren lassen und ob es möglic h ist, die Ben utzer in K onsum t yp en wie

�T rendsetter� o der �Nac hzügler� einzuteilen.

6

h ttp://www.last.fm
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Kapitel 1 Einleitung

1.3 Gliederung der Arb eit

Die Arb eit ist folgendermaÿen strukturiert: In den Kapiteln 2 und 3 w erden die zum

V erständnis der Arb eit not w endigen Metho den des Data Mining erklärt so wie eine

grundsätzlic he Einführung in soziale Netzw erk e und T rends gegeb en. Ansc hlieÿend

(Kapitel 4 ) wird auf einige der w enigen bisher v orhandenen Ansätze zur En tdec kung

v on T rends in sozialen Netzw erk en eingegangen. Die Ausw ahl, Extraktion und formale

Repräsen tation der Daten ist Thema v on Kapitel 5 .

Der eigene Ansatz wird ansc hlieÿend formal in Kapitel 6 b esc hrieb en, w ährend

die en tsprec henden Resultate in Kapitel 7 präsen tiert w erden. Dab ei geh t es neb en

der W ahl einer sinn v ollen V orv erarb eitung und eines Distanzmaÿes für Musik-Charts

v or Allem um die automatisc he En tdec kung v on T rends mit Hilfe v on Metho den der

Cluster analyse . Eine wic h tige Rolle spielen in diesem Zusammenhang die emer genten

selbstor ganisier enden Merkmalskarten (ESOM) und deren Visualisisierung durc h das

U-Map -V erfahren, um einen in tuitiv en Ein blic k in die Struktur v on T rends zu ermög-

lic hen. W eiterhin wird b esc hrieb en, wie es möglic h ist, die T ags (den Stüc k en zuge-

wiesenen Stic h w orte wie r o ck, te chno, hip hop, etc.) mit dem bis dahin b esc hrieb enen

V erfahren zu k om binieren, um eine Charakterisierung der T rends nac h b estimm ten

Stilklassen v orzunehmen. Ein w eiteres Thema ist die Un tersuc h ung des K onsum v erhal-

tens der Ben utzer. Dazu wird eine Klassi�zierung in v ersc hiedene Ben utzert yp en wie

�T rendsetter�, �Aufspringer� und �Nac hzügler� v orgenommen.

In Kapitel 8 w erden dann die V alidierung der Basismetho den des eigenen Ansatzes

wie Distanzmaÿ und Datenausw ahl so wie die Anzahl der T rend-Klassen näher analy-

siert. Ansc hlieÿend folgt eine ausführlic he Diskussion und kritisc he Betrac h tung des

gesam ten Ansatzes (Kapitel 9 ). Die zen tralen F ragen w erden dort wieder aufgegri�en

und die Möglic hk eiten ihrer Bean t w ortung mit Hilfe der durc hgeführten Exp erimen te

und gew onnenen Erk enn tnisse erörtert.

Aus Zeitgründen k onn te der Zusatzteil der Arb eit � die Prognose v on T rends �

nic h t mehr in tensiv b earb eitet w erden. Daher b esc häftigt sic h Kapitel 10 mit der Be-

trac h tung der K onsum v erläufe p opulärer Stüc k e als Zeitreihen so wie Ansätzen und

Üb erlegungen zur möglic hen Prognose zukünftiger En t wic klungen. Es folgen die Zu-

sammenfassung der Arb eit (Kapitel 12 ) und ein Ausblic k (Kapitel 11 ) auf künftige

Möglic hk eiten und Ansätze.
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Kapitel 2

Grundlagen

In diesem Kapitel w erden die zum V erständnis der Arb eit not w endigen Grundlagen

erläutert. Zuerst wird die grundsätzlic he F orm der Daten b esc hrieb en und eine Reihe

p opulärer Distanzmaÿe v orgestellt. Ansc hlieÿend geh t es um den Zw eig der Informatik,

w elc her für diese Arb eit b esonders wic h tig ist, dem Data Mining und den V erfahren der

Cluster analyse . Es w erden v ersc hiedene Clusterv erfahren erklärt und ansc hlieÿend eine

Einführung in die V erw endung der emer genten selbstor ganisier enden Merkmalskarten

(ESOM) so wie deren Visualisierung durc h das U-Map -V erfahren gegeb en. Danac h folgt

die Besc hreibung w eiterer v erw endeter Metho den wie tf-idf und Fishers LD A . Zunäc hst

wird no c h auf die in dieser Arb eit v erw endete Soft w are eingegangen.

2.1 V erw endete Soft w are

Die Metho den, w elc he im F olgenden v orgestellt w erden, wurden v orwiegend durc h Im-

plemen tierungen in Ja v a und Matlab eingesetzt. Einige V erfahren, wie die Distanzmaÿe,

K-Me ans und W ARD-Linkage sind direkt in Matlab implemen tiert. Das T raining der

emer genten selbstor ganisier enden Merkmalskarten so wie deren Visualisierung wurden

ermöglic h t durc h V erw endung der BDM-T o olb ox und den in Ja v a programmierten Da-

tabionic ESOM T o ols

1

der Arb eitsgrupp e Datenbionik un ter Prof. Ultsc h (Philipps-

Univ ersität Marburg). Zur V erw endung v on Fishers LD A wurde Gebrauc h v on der

Neur o-T o olb ox der Arb eitsgrupp e Intel ligent Data A nalysis (ID A) un ter Prof. Müller

(F raunhofer Institut für Soft w aretec hnik, Berlin) gemac h t. Im Kapitel 10 (Prognose)

der Arb eit wird die Curve Fitting T o olb ox für Matlab v erw endet, um die Plausibili-

tät v ersc hiedener, einfac her Mo delle zur Mo dellierung der Zeitreihen der Hörerzahlen

zu un tersuc hen. Die Extraktion der Daten erfolgte durc h ein in Ja v a implemen tiertes

Cr aw ling -System, ihre Analyse durc h die angegeb enen Matlab-P ak ete so wie durc h ei-

1

h ttp://databionic-esom.sourceforge.net
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Kapitel 2 Grund lagen

ne selbst en t wic k elte L ast.fm-T o olb ox . Die meisten der Gra�k en im Anhang B wurden

mit der 3D-Visualisierungs-Soft w are Spin3D

2

erstellt. Eine Sammlung der v erw endeten

Daten so wie der en t wic k elten Soft w are �nden sic h auf der b eigelegten CD-R OM und

im In ternet

3

.

2.2 Daten und Distanzmaÿe

Die Daten, w elc he in dieser Arb eit extrahiert und w eiterv erarb eitet w erden, liegen

in einer einheitlic hen F orm, als eine Menge v on n d-dimensionalen V ektoren x i mit

x i = ( x i; 1 : : : xi;d ) mit i = 1 : : : n v or. Dab ei en tspric h t n der Anzahl der Beobac h tungen

und d der Anzahl an extrahierten Merkmalen ( F e atur es ). Die v ersc hiedenen Datensätze

w erden oft in F orm einer einzigen Matrix repräsen tiert, in der die Zeilen den Beobac h-

tungen und die Spalten den Merkmalen en tsprec hen, also X = ( x i;j ) 2 Rn� d
. Es wird

de�niert, dass xk;: der k -ten Zeile und x:;k der k -ten Spalte v on X en tsprec hen.

Ein Grundb estandteil b ei der V erarb eitung der Daten mit den hier v erw endeten

Metho den, ist die W ahl eines passendes Distanz-, Abstands- o der Ähnlic hk eits-Maÿes.

Ein unpassend gew ähltes Distanzmaÿ k ann zu v erwirrenden und un brauc h baren Re-

sultaten führen. Es ist � abhängig v on der Problemstellung � genau zu un tersuc hen,

w elc he F olgen die W ahl eines Distanzmaÿes mit sic h bringt und ob diese mit den Anfor-

derungen v erein bar sind. Einige wic h tige Distanz- und Ähnlic hk eitsmaÿe w erden n un

v orgestellt.

2.2.1 Mink o wski-Metrik en

Die allgemeine F orm der Minkowski-Metrik ist gegeb en durc h

dMK
k;l =

 
dX

r =1

(jxk;r � x l;r j)c

! 1
c

;

w ob ei xk;: und x l;: die V ektoren der Länge d sind, zwisc hen denen die Distanz b erec hnet

wird und c 2 N eine festgelegte K onstan te. Wählt man c = 1 , erhält man die in dieser

Arb eit wic h tige Manhattan-Distanz

dMAN
k;l =

dX

r =1

jxk;r � x l;r j;

2

h ttp://sourceforge.net/pro jects/spin3d

3

h ttp://w eb0.p v11.ncsrv.de/da_data
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Kapitel 2 Grund lagen

d.h. die Summe der b etraglic hen elemen t w eisen Di�erenzen. Dieses Distanzmaÿ trägt

auc h die Namen Cityblo ck- o der T axic ab-Distanz . Für c = 2 ergibt sic h der b ek ann te

und häu�g v erw endete euklidische A bstand

dEUC
k;l =

 
dX

r =1

(xk;r � x l;r )2

! 1
2

:

2.2.2 K orrelationsdistanz

Die Korr elations-Distanz wird häu�g b ei der Analyse v on Zeitreihen v erw endet und

b eruh t auf Pe arsons Korr elationsko e�zient

� (X; Y ) =

1
d

dP

i =1
(x i � x)(yi � y)

s
1
d

dP

i =1
(x i � x)2 �

s
1
d

dP

i =1
(yi � y)2

;

w elc her das Maÿ der linearen Abhängigk eit zwisc hen zw ei V ektoren X = ( x1 : : : xd) 2
Rn

und Y = ( y1 : : : yd) 2 Rd
zwisc hen -1 ( maximal antikorr eliert ) und 1 ( maximal

korr eliert ) angibt. Dab ei en tsprec hen x und y den Mittelw erten v on X und Y . Das

eigen tlic he Distanzmaÿ k ann auf zw ei Arten de�niert w erden:

dCOR
k;l = 1 � � (xk;: ; yl;: )

ist die F orm, w elc he hier v erw endet wird, d.h. die Distanz liegt zwisc hen 0 (b ei An ti-

k orrelation) und 2 (b ei K orrelation). Die zw eite Möglic hk eit ist

djCOR j
k;l = 1 � j � (xk;: ; yl;: )j;

w as dazu führt, dass auc h An tik orrelation als Ähnlic hk eit gew ertet wird � dies ist

ggf. b ei der Un tersuc h ung v on Micr o arr ays v on In teresse (vgl. [ 6 ]), ist hier jedo c h

unangebrac h t.

2.2.3 Cosine Distanz

Ein Distanzmaÿ, w elc hes oft im Bereic h des Do cument-Clustering eingesetzt wird ist

die Cosine-Distanz (oft auc h in v ers als Cosine-Similarity zu �nden)

dCOS
k;l = 1 � cos(xk;: ; yl;: ) = 1 �

hx; yi
kxk � kyk

:

9



Kapitel 2 Grund lagen

Die Distanzmaÿe wurden in K om bination mit v ersc hiedenen V orv erarb eitungen auf

den Daten ausführlic h getestet (vgl. Kapitel 8 ) und ihre jew eiligen Eigensc haften un-

tersuc h t. Sie spielen eine wic h tige Rolle für die im F olgenden v orgestellten Metho den

des Data Mining und der Cluster analyse .

2.3 Data Mining

Der Begri� Data Mining umfasst eine Reihe v on Metho den, w elc he einer gegeb enen

Datengrundlage im K on text einer k onkreten Problemstellung wissensw erte Bedeutung

v erleihen sollen. Zw ei De�nitionen des Begri�s sind �the nontrivial extr action of im-

plicit, pr eviously unknown, and p otential ly useful information fr om data� [ 10 ] und �the

scienc e of extr acting useful information fr om lar ge data sets or datab ases� [ 11 ]. Beim

Data Mining w erden T rends, Anomalien und Ähnlic hk eits-Strukturen mit Metho den

erforsc h t, w elc he üb er eine rein statistisc he Ausw ertung der Daten hinausgehen. Ob-

w ohl der Begri� relativ jung ist, w erden die zum Data Mining gehörenden T ec hnologien

sc hon seit langem eingesetzt. Viele Firmen hab en sc hon v or einiger Zeit b egonnen, leis-

tungsfähige Rec hner zu v erw enden, um in groÿen Datensätzen nac h in teressan ten (d.h.

in vielen Fällen dem Gesc häftsprozess dienlic hen) Informationen zu suc hen. Die Daten

k önnen z.B. v on den Kassenscannern in Sup ermärkten stammen � die en tsprec henden

Metho den des Data Mining helfen dann, die E�zienz, den Nutzen und die Genauigk eit

v on Marktforsc h ungsanalysen deutlic h zu erhöhen.

Data Mining wird oft als Ob erb egri� für die b eiden Bereic he Know le dge Disc overy

und Pr o gnose v erw endet. Know le dge Disc overy generiert explizites Wissen in einem

für Mensc hen v erständlic hen F ormat, w ährend Pr o gnose ( F or e c asting o der Pr e dictive

Mo deling ) die V orhersage v on zukünftigen Ereignissen erlaubt und Ergebnisse en t w eder

in für Mensc hen lesbarer F orm (z.B. b ei der R e gelextr aktion ) o der in nic h t lesbarer F orm

( Neur onale Netze ) pro duziert. Know le dge Disc overy und F or e c asting erstrec k en sic h in

ihrer An w endung üb er zahlreic he Disziplinen und umfassen derart viele Metho den,

dass es nic h t möglic h ist, die Bereic he hier abzudec k en. In dieser Arb eit w erden auf

den L ast.fm -Daten v or Allem die Metho den des Know le dge Disc overy , insb esondere

der Cluster analyse v erw endet, um T rends zu en tdec k en und in für Mensc hen lesbarer

F orm zu c harakterisieren.

Bei der Cluster analyse handelt es sic h um die Klassi�k ation v on Ob jekten in v er-

sc hiedene Grupp en, genauer: die P artitionierung einer Menge v on Datensätzen in meh-

rere T eilmengen ( Cluster ), so dass die Datensätze jeder T eilmenge eine b estimm te

Eigensc haft miteinander teilen � meistens die Nähe zueinander bzgl. eines b estimm-

ten Distanzmaÿes. Die Cluster analyse ist eine Standardmetho de in vielen Bereic hen

10



Kapitel 2 Grund lagen

wie dem Maschinel len L ernen , der Muster erkennung und Bildver arb eitung so wie der

Bioinformatik . Die Clustering-Algorithmen lassen sic h in hierarc hisc he und partitio-

nierende V erfahren ein teilen. Hierarc hisc he V erfahren �nden sukzessiv Cluster durc h

V erw endung der sc hon im v origen Sc hritt gefundenen Cluster w ährend partitionieren-

de V erfahren säm tlic he Cluster auf einmal b estimmen. Hierarc hisc he V erfahren arb eiten

en t w eder agglomer ativ , d.h. die Ausgangssituation ist die, dass jeder Datensatz ein eige-

ner Cluster ist. Diese w erden sc hritt w eise zusammengefasst bis säm tlic he Datensätze in

einem einzigen Cluster en thalten sind. Dagegen arb eiten die divisiven V erfahren genau

umgek ehrt, d.h. anfangs gibt es einen einzigen Cluster, w elc her säm tlic he Datensätze

en thält und sc hritt w eise aufgespalten wird.

Ob w ohl eine w eitaus tiefergehende Di�erenzierung der Clusterv erfahren und T ec h-

nik en möglic h w äre, sollte diese Un terteilung v orerst für das V erständnis des in dieser

Arb eit v orgestellten Ansatzes ausreic hen. Im F olgenden w erden die v erw endeten V er-

fahren genauer b esc hrieb en.

2.4 Clusteranalyse

2.4.1 K-Means

Das partitionierende K-Me ans ist eines der einfac hsten und am häu�gsten v erw endeten

Clusterv erfahren. Es wird eine Grundmenge v on Ob jekten in die v orher zu b estim-

mende Anzahl v on Clustern k zerlegt. Dab ei wird v ersuc h t, die Zen troide natürlic her

Cluster innerhalb der Daten zu b estimmen. Ziel v on K-Me ans ist die Minimierung der

absoluten Intr a-Cluster-V arianz , gegeb en durc h

V =
kX

i =1

X

x j 2 Si

kx j � � i k2;

w ob ei k Cluster Si existieren mit i = 1 : : : k und � i dem Zen troid, also dem Mittelpunkt

aller Punkte x j in Si en tspric h t. Die b ek ann teste F orm des Algorithm us b esteh t aus

einer iterativ en K orrektur der Zen troide. Dazu w erden die Daten zunäc hst zufällig o der

b ereits nac h einer b estimm ten Heuristik in k T eile zerlegt und die Zen troide b estimm t.

Danac h wird sc hritt w eise jeder Punkt dem Cluster zugeordnet, w elc her ihm am näc hs-

ten ist und der Zen troid en tsprec hend k orrigiert. Dieser Sc hritt wird so oft wiederholt,

bis ein K on v ergenzkriterium erfüllt ist, z.B. dass k eine Neuzu w eisung der Punkte mehr

gesc hieh t o der eine maximale Anzahl v on Iterationen v ollzogen wurde. K-Me ans �ndet

hier V erw endung zur En tdec kung t ypisc her K onsumpro�le in den Absc hnitten 6.2 und

7.2 .
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2.4.2 Hierarc hisc hes Clustering

Bei der Klasse der Linkage -V erfahren handelt es sic h um einen agglomerativ en hierar-

c hisc hen Ansatz. Eine Menge v on Ob jekten x1 : : : xd ist gegeb en und wird sc hritt w eise

gruppiert � Algorithm us 1 zeigt das V orgehen in Pseudo-Co de.

Starte mit feingran ularer Gruppierung (jedes x i ein Cluster);1

Berec hne die Distanzmatrix D ;2

rep eat3

Finde die zw ei Cluster P und Q mit der geringsten Distanz zueinander;4

V ereinige diese zu einem neuen Cluster P [ Q (Rest R );5

Berec hne die Distanz zwisc hen den neu en tstandenen Grupp en und erhalte6

die reduzierte Distanzmatrix D ;

un til al le Cluster sind ver einigt zu einem einzigen X ;7

Algorithm 1 : Das Linkage -V erfahren ( P; Q; P [ Q; R � f 1; : : : ; dg).

En tsc heidend ist der vierte Sc hritt � hier wird die Distanz zwisc hen zw ei Clustern

b erec hnet � diese Linkage-F unktion k ann v ersc hiedene F ormen annehmen. Beim Single

Linkage en tspric h t der Abstand zwisc hen zw ei Clustern b eispielsw eise dem geringsten

Abstand zw eier Elemen te aus je einem Cluster zueinander. Beim A ver age Linkage ist

es der durc hsc hnittlic he Abstand aller Elemen te aus dem einen zu allen Elemen ten des

anderen Clusters. Die meisten so de�nierbaren Linkage-F unktionen lassen sic h auf die

folgende Art und W eise v ereinheitlic hen:

W erden die b eiden Cluster P und Q v ereinigt zu P [ Q und dem Rest R , so b erec hnet

sic h die Distanz d(P [ Q; R) zwisc hen P [ Q und R als

d(P [ Q; R) = � 1 � d(R; P)� 2 � d(R; Q) + � 3 � d(P; Q) + � 4 � jd(R; P) � d(R; Q)j;

w ob ei � i Gewic h te sind, die sic h je nac h v erw endeter Linkage-F unktion un tersc heiden.

Die T ab elle 2.1 gibt einen Üb erblic k üb er v ersc hiedene Linkage-F unktionen . Dab ei ist

nQ die Anzahl der Elemen te in Cluster Q ( nR ; nP analog). Die v ersc hiedenen Linkage-

F unktionen führen teils zu sehr un tersc hiedlic hen Ergebnissen. In dieser Arb eit wird

v orwiegend das W ARD-Kriterium v erw endet. Die Distanz b ei W ARD wird b erec hnet

als die Zunahme der F ehlersummenquadr ate w enn zw ei Cluster zu einem neuen v erein t

w erden. Die W ARD -Metho de v ersuc h t, den Clustering-Prozess so zu gestalten, dass

die F ehlersummenquadr at -Zunahme in jedem Sc hritt möglic hst minimal ist.

Nac hdem das Clustering abgesc hlossen ist, bietet sic h die Visualisierung des Er-

gebnisses in F orm eines Dendr o gr amms an. Dies ist eine Baum-ähnlic he Darstellung,
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Link age-F unction � 1 � 2 � 3 � 4

Single

1=2 1=2 0 � 1=2

Complete

1=2 1=2 0 1=2

A v erage (un w eigh ted)

1=2 1=2 0 0
A v erage (w eigh ted)

nP
nP + nQ

nQ

nP + nQ
0 0

Cen troid

nP
nP + nQ

nQ

nP + nQ
� nP � nQ

(nP + nQ )2 0

Median

1=2 1=2 � 1=4 0
W ARD

nR + nP
nR + nP + nQ

nR + nQ

nR + nP + nQ
� nR

nR + nP + nQ
0

Abbildung 2.1: Die P arameterb elegungen � i für v ersc hiedene Link age-F unktionen

w ob ei jeder Sc hritt des hierarc hisc hen Clustering-Prozesses als die V erbindung zw eier

Äste gezeic hnet wird. Ein Beispiel für ein Dendr o gr amm zeigt Abb. 7.3 .

2.5 ESOM und U-Map

Emer gente selbstor ganisier ende Merkmalskarten (ESOM) sind künstlic he neuronale

Netze, w elc he eine Pro jektion aus einem ho c hdimensionalen Datenraum Rn
auf eine

nac h einer b estimm ten T op ologie und Dimensionalität aufgebauten Karte v on Neuro-

nen durc hführen. Meistens � und auc h in dieser Arb eit � -w erden zw eidimensionale

rec h tec kige Karten toroider T op ologie b etrac h tet. Die ESOM wird unüb erwacht trai-

niert, d.h. es �ieÿt k eine qualitativ e Bew ertung (z.B. in F orm einer Fitness-F unktion )

der bisher trainierten Karte in den Lernprozess ein. Das T rainingsv erfahren en tspric h t

einer Regression einer geordneten Menge v on R efer enz-V ektor en mi 2 Rn
in den Raum

der b eobac h teten V ektoren x 2 Rn
. Jeder R efer enz-V ektor ist mit einem Neuron ( unit )

assoziiert. Das Neuron mit Index c, dessen Distanz zum aktuellen Eingab e-V ektor x
am geringsten ist, wird als Bestmatch o der winner b ezeic hnet:

c = c(x) = arg min
i

fk x � mi k2g:

Oft wird der Euklidische A bstand v erw endet, ab er auc h andere Abstandsmaÿe sind

möglic h. Der Bestmatch und die b enac h barten Neuronen w erden so mo di�ziert, dass

sie dem Eingab e-V ektor no c h ähnlic her w erden. Die Stärk e der V eränderung wird durc h

eine Nachb arschafts-F unktion h b esc hrieb en, häu�g wird für h die Gauÿ-F unktion v er-

w endet. W enn also die P ositionen der Neuronen i und j auf der Karte als r i und r j

b ezeic hnet w erden, gilt

hi;j (t) = � (t) exp
�

�
kr j � r i k2

2� 2(t)

�
;
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w ob ei t der Zeit (dem Index des Regressions-Sc hrittes) en tspric h t, 0 < � (t) < 1 die

Lernrate ist und � (t) der Ein�ussb ereic h der Nac h barsc haftsfunktion. Dab ei fallen � (t)
und � (t) monoton mit fortsc hreitender Regression.

Während des T rainings w erden die R efer enz-V ektor en nac h folgender Regel mo di�-

ziert:

mi (t + 1) = mi (t) + hc;i (t) (x(t) � mi (t)) ;

w ob ei x(t) der Eingab e-V ektor zum Zeitpunkt t ist und c = c(x(t)) der Index des

en tsprec henden Bestmatch .

Die trainierte ESOM k ann auf v ersc hiedene Arten visualisiert und un tersuc h t w er-

den, b eispielsw eise k ann eine Dimension ausgew ählt und durc h eine Graustufen-F arbgebung

dargestellt w erden ( Komp onenten-Karten ), w eiterhin k ann auc h die Dic h te der Daten-

punkte auf der Karte als Basis für eine Einfärbung b en utzt w erden. In dieser Arb eit

wurde sic h für die Darstellung durc h die U-Map (vgl.[ 24 ]) en tsc hieden, ein V erfahren,

w elc hes in tuitiv in terpretierbare �Landsc haften� nac h dem im F olgenden b esc hrieb enen

Prinzip erstellt. Die U-Map wird auf der trainierten Karte k onstruiert. Die U-Height

jedes Neurons en tspric h t den akkum ulierten Distanzen v on ni zu seinen direkten Nac h-

barn N (i ) und wird b erec hnet als

U-Heigh t (ni ) =
X

j 2 N (i )

d(mi ; mj );

w ob ei d(x; y) das b eim T raining v erw endete Distanzmaÿ ist und N (i ) die Menge der

Indizes der direkten Nac h barn v on Neuron i . Eine einzelne U-Height zeigt die lok a-

le Distanzstruktur des k orresp ondierenden Neurons. Die globale Dic h testruktur der

Karte en tsteh t durc h Betrac h tung der gesam ten U-Map . Die U-Map ist ein Standard-

w erkzeug zur Un tersuc h ung emer genter selbstor ganisier ender Karten und wird meist

als dreidimensionale Landsc haft visualisiert (vgl. Anhang B . Diese Landsc haft spiegelt

die ho c hdimensionale T op ologie in F orm v on Tälern, in denen die T rainingsv ektoren

liegen und trennenden Hügelk etten wieder und erlaubt die in tuitiv e In terpretation der

Distanzen zwisc hen den V ektoren und Clustern als W ege auf dieser Landsc haft. Da-

b ei k önnen Ausreiÿer und ev en tuelle Cluster iden ti�ziert w erden. Die erfolgreic he An-

w endung der ESOM und U-Map k onn te auf v ersc hiedene Problem b ereic he üb ertragen

w erden (vgl. [ 28 ], [ 9 ] und [ 27 ]) und es existieren v ersc hiedene Ansätze zur V erb esse-

rung � b eispielsw eise zur Reduzierung v on Pro jektions-F ehlern (vgl. [ 25 ]) und zum

automatisc hen Clustering durc h das U*C -V erfahren (vgl. [ 26 ]). Für eine tiefergehende

Auseinandersetzung siehe auc h [ 14 ].
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2.6 W eitere Metho den

2.6.1 Lineare Diskriminanzanalyse

Die Line ar e Diskriminanzanalyse (LD A) gehört zu den Klassi�kationsverfahr en . Ge-

suc h t ist eine Diskriminanzfunktion , deren Nullstellen eine (Hyp er-)Eb ene b esc hreib en,

die die v ersc hiedenen Klassen (Punktmengen) im Datenraum möglic hst gut v onein-

ander separiert. Es wird in dieser Arb eit v on Fishers line ar er Diskriminanzanalyse

Gebrauc h gemac h t, deren Güte-Kriterium n un b esc hrieb en wird.

Sei X � RN
die Menge v on Beobac h tungen und Y = f +1; � 1g die Menge an

Klassens-Lab eln. W eiterhin sei = f (x1; y1); : : : ; (xM ; yM )g � X � Y die Menge der

T rainings-V ektoren und Z1 = f (x; y) 2 Z jy = � 1g und Z2 = f (x; y) 2 Z jy = 1g die

Un terteilung in die b eiden Klassen der Gröÿen M i = kZ i k . W eiterhin b ezeic hnen m1

und m2 die empirisc hen Mittelw erte der b eiden Klassen, also

mi =
1

M i

X

x2 Z i

x: (2.1)

Analog k önnen die Mittelw erte der in Ric h tung w pro jezierten T rainings-V ektoren an-

gegeb en w erden durc h

� i =
1

M i

X

x2 Z i

w> x; (2.2)

d.h., die Mitellw erte � i der Pro jektionen en tsprec hen den Pro jekionen v on mi . Die

V arianzen � 1 und � 2 der pro jezierten Datenpunkte sind

� i =
X

x2 Z i

�
w> x � � i

� 2
: (2.3)

Die Maximierung der Inter-Klassen-V arianz und Minimierung der Inner-Klassen-V arianz

k ann erreic h t w erden, indem

G(w) =
(� i � � 2)2

� 1 + � 2
(2.4)

maximiert wird, w as zu einer Ric h tung v on w führt, so dass das V erhältnis v on Inter-

Klassen-V arianz (Separierung) und Inner-Klassen-V arianz (Üb erlappung) maximal

ist. Die Substitution der Gleic h ung 2.2 durc h die Mittelw erte, so wie der Gleic h ung

2.3 durc h die V arianzen nac h 2.4 ergibt

G(w) =
w> SB w
w> SW w

; (2.5)
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w ob ei die Inter- bzw. Inner-Klassen-V arianz-Matrizen SB und SW gegeb en sind durc h

SB = ( m2 � m1)(m2 � m1)> ; SW =
X

i =1 ;2

X

x2 Z i

(x � mi )2: (2.6)

Die Gleic h ung 2.5 b esitzt eine globale Lösung, w elc he durc h die Lösung eines Eigen w ert-

Problems gefunden w erden. Dab ei ist w der führende Eigen v ektor des generalisierten

Eigen w ert-Problems

SB w = �S W w: (2.7)

Die Ableitung v on 2.5 nac h w ergibt

(w> SB w)SW w � (w> SW w)SB w = 0 , SB w =
w> SB w
w> SW w

SW w: (2.8)

Daraus folgt direkt, dass w ein generalisierter Eigen v ektor v on 2.7 ist. Für eine genauere

Besc hreibung der siehe [ 18 ] S.32-35 so wie [ 8 ] S.117-124.

In dieser Arb eit liegt der F okus n ur auf der Ric h tung v on w , denn sie ermöglic h t die

Bestimm ung der Merkmale, w elc he die b eiden Klassen am deutlic hsten v oneinander un-

tersc heiden. Das V erfahren wird b ei der Diskriminierung der T rend-Cluster v erw endet

(vgl. Absc hnitte 6.1.3 und 7.1.3 ).

2.6.2 Multidimensionale Sk alierung

Bei der multidimensionalen Skalierung (MDS) handelt es sic h um eine Menge v on

v erw andten statistisc hen Metho den, w elc he häu�g im Bereic h der Visualisierung zur

Erkundung v on Ähnlic hk eits-Strukturen innerhalb der Daten eingesetzt w erden. Al-

gorithm us 2 zeigt das V orgehen in Pseudo-Co de. In der ursprünglic hen metrischen

Den Eingab e-Punkten w erden zufällige K o ordinaten im Zielraum zugeordnet;1

rep eat2

Die Abstände zwisc hen allen P aaren v on Punkten w erden als Matrix D̂3

b erec hnet;

D̂ wird mit den Eingab edistanzen D v erglic hen und der Str ess b erec hnet;4

Die Punkte w erden im Zielraum so v ersc hob en, dass der Str ess minimiert5

wird;

un til keine signi�kante V erb esserung des Stress -W ertes ;6

Algorithm 2 : MDS in Pseudo-Co de

V ersion v on MDS sind die Distanzen zwisc hen den Datenpunkten gegeb en.Die Idee der
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Metho de ist, die Original-Distanzen durc h eine Punkt-K on�guration in einem euklidi-

sc hen Raum geringerer Dimensionalität zu appro ximieren. Dieser Ansatz k ann auc h zu

einer nicht-metrischen V ersion mo di�ziert w erden. W enn jeder Punkt xk durc h einen

(z.B. zw eidimensionalen) Punkt x0
k repräsen tiert wird, ist das Ziel der Pro jektion, die

Repräsen tation dahingehend zu optimieren, dass die Distanzen im zw eidimensionalen

Raum möglic hst gut den Original-Distanzen en tsprec hen. Wird die Distanz zwisc hen

xk und x l als d(k; l) b ezeic hnet und die Distanz zwisc hen x0
k und x0

l als d0(k; l) , so v er-

suc h t die metrische MDS d(k; l) durc h d0(k; l) zu appro ximieren. W enn eine Quadr at-

Summen-Kostenfunktion v erw endet wird, k ann die zu minimierende Zielfunktion als

EM =
X

k6= l

(d(k; l) � d0(k; l))2

gesc hrieb en w erden. Eine p erfekte Repro duktion der euklidisc hen Distanzen ist nic h t

immer das b estmöglic he Ziel, b esonders dann nic h t, w enn die K omp onen ten der Daten-

V ektoren or dinal sk aliert sind � in diesem F all ist n ur der R ang der Distanzen en t-

sc heidend und nic h t die tatsäc hlic hen W erte. Die b estmöglic he R ang -Ordn ung für eine

gegeb ene K on�guration k ann durc h Einführen einer monoton w ac hsenden F unktion f
garan tiert w erden, w elc he auf den Original-Distanzen arb eitet und die Distanzen so

pro jeziert, dass sie die R ang -Ordn ung erhält. Die nicht-metrische MDS v erw endet eine

solc he F unktion, w ob ei die normalisierte Kostenfuntion

EN =
1

P

k6= l
(d0(k; l))2 �

X

k6= l

(f (d(k; l)) � d0(k; l))2
(2.9)

en tspric h t. Für eine gegeb ene K on�guration x0
k wird f so gew ählt, dass 2.9 minimiert

wird. Die MDS wird hier in K om bination mit dem Floyd-W arshal l-A lgorithmus v er-

w endet, um die F reundsc hafts-Struktur der Ben utzer zu visualisieren (vgl. Absc hnitt

B ).

2.6.3 TF-IDF

Das V erfahren der tf-idf ( term-fr e queny inverse do cument fr e quency ) stamm t aus dem

Bereic h des Do cument Clustering und dien t dort zur Gewic h tung v on W orten innerhalb

v on Dokumen ten. Dab ei sollen W orte, die in jedem Dokumen t auftauc hen (wie �ist�,

�das�, etc.) eb enso w enig gewic h tet w erden wie solc he W orte, die n ur sehr v ereinzelt

(z.B. n ur in einem Dokumen t) auftauc hen. Ergebnis ist eine b essere Charakterisierung

der Dokumen te durc h die aussc hlaggeb enden W orte. Das V erfahren ist folgendermaÿen

de�niert:
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Sei N die Anzahl v on Dokumen ten und ni die Anzahl Dokumen te, in denen T erm

ki auftauc h t. Sei freq i;j die empirisc he Häu�gk eit des T erms ki im Dokumen t dj . Dann

ist die normalisierte Häu�gk eit f i;j des T erms k i im Dokumen t dj gegeb en durc h

f i;j =
freq i;j

max
l

freq l;j
;

w ob ei das Maxim um üb er alle T erme, die im Dokumen t dj v ork ommen, b erec hnet wird.

W enn T erm ki nic h t in dj auftauc h t, ist f i;j = 0 . W eiterhin sei idf i , die inverse do cument

fr e quency für ki , gegeb en durc h

idf i = log
N
ni

:

Die b este b ek ann te Art, die T erme zu gewic h ten, ist

wi;j = f i;j � idf i

o der V arian ten dieser F ormel, w elc he als tf-idf-Schemata b ezeic hnet w erden. In dieser

Arb eit k omm t die tf-idf als V orv erarb eitung für die T ags zum Einsatz, um unsinnige

T ags wie se en live und favorite album zu un terdrüc k en, die erfolgreic he An w endung

auf diese Daten k onn te in [ 15 ] und [ 23 ] demonstriert w erden.
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Soziale Netzw erk e

In diesem Kapitel w erden die t ypisc hen Eigensc haften und Möglic hk eiten v on sozialen

Netzw erk en erläutert und auf die in teressan ten Asp ekte hinsic h tlic h der V erw endung

v on Metho den des Data Mining zur Ausw ertung der Daten solc her Netze eingegan-

gen.

Die sozialen Netzw erk e en t wic k elten sic h v or allem in den letzten zw ei bis drei Jahren

mit dem Aufk ommen einer T ec hnologie, w elc he oft als W eb 2.0 b ezeic hnet wird und

im W esen tlic hen aus einer async hronen K omm unik ationsphilosophie zwisc hen Client

und Server b esteh t. Kennzeic hen dieser Angeb ote sind zum Einen tec hnisc her Natur,

die en tsprec henden Seiten w erden, im Gegensatz zu k on v en tionellen, statisc hen Sei-

ten, dynamisc h und b edarfsorien tiert aufgebaut. Dies ermöglic h t An w endungen, w elc he

herk ömmlic hen Desktopan w endungen ähneln und üb er den In ternet-Bro wser b edien t

w erden k önnen. Zum Anderen sind durc h die V ernetzungsstruktur des In ternet An w en-

dungen möglic h, w elc he den Austausc h v on Informationen und Medien zwisc hen den

Ben utzern erlaub en. Diese F orm v on An w endungen w erden als soziale Netzwerke b e-

zeic hnet und bieten vielfältige F unktionen zur K omm unik ation und Selbstdarstellung.

Meistens w erden Daten eines b estimm ten T yps, z.B. Videos, F otos, Musik, Lesezei-

c hen, Links o.ä. v on einer Grupp e v on Ben utzern k ollab orativ v erw altet. F unktionen

zur K omm unik ation und zur Sozialisierung sind standardmäÿig in jedem dieser Netze

zu �nden und umfassen Chats, eMails und die Möglic hk eit, andere Nutzer als F reunde

hinzuzufügen.

Das soziale Netzw erk �ickr dien t b eispielsw eise zur k ollab orativ en V erw altung v on

F otos aller Art � Abb. 3.1(a) zeigt einen Screenshot. Bei der Video-Gemeinsc haft Y ou-

tub e k ann jeder registrierte Ben utzer Videos hinzufügen, w elc he ansc hlieÿend v on allen

anderen Nutzern b etrac h tet w erden k önnen. Seiten wie MySp ac e o der das Studen ten-

p ortal F ac eb o ok w erden v orwiegend zu Selbstdarstellung durc h Ben utzerpro�le gen utzt.

Diese Pro�le en thalten p ersönlic he Informationen wie Name, Alter, Gesc hlec h t, Hob-

bies, Musikgesc hmac k, F otos u.v.m. und sind für alle anderen Nutzer einseh bar. Der
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(a) �ickr (b) L ast.fm

Abbildung 3.1: Beispiele für soziale Netzw erk e

Medien t yp solc her Netze ist also der Ben utzer selbst. Ein w eiteres b ek ann tes Beispiel für

die gemeinsc haftlic he Sc ha�ung neuer Inhalte ist Wikip e dia

1

, dessen Medium HTML -

Seiten sind, w elc he wie die Artik el eines Lexik ons aufgebaut und v erkn üpft w erden.

Jeder, der mö c h te, k ann b ei Wikip e dia neue Artik el v erfassen o der b estehende Artik el

v erändern.

Eine häu�g zu �ndende F unktionalität dieser Netze ist das so genann te tagging der

Medien, also die Zu w eisung v on Stic h w orten. Diese F unktion wird in tensiv gen utzt und

dien t der seman tisc hen Einordn ung der Medien. So ist es möglic h, fa v orisierte T ags,

wie z.B. p olitics anzugeb en, so dass man zunäc hst mit solc hen Inhalten v ersorgt wird,

w elc he häu�g mit diesen T ags v ersehen sind. W eiterhin k ann man nac h Ben utzern su-

c hen, w elc he ähnlic he T ags fa v orisieren und somit in teressan te Gespräc hspartner sein

k önnen. Das führt einerseits zu einer P ersonalisierung des Ersc hein ungsbildes des Net-

zes für jeden Ben utzer und andererseits zur emergen ten Sc ha�ung einer Netzstruktur

b estehend aus Medien, Ben utzern, T ags, F reunden u.v.m.

Es ist o�ensic h tlic h, dass die hierb ei anfallenden Daten üb er Ben utzer, ihre Bezie-

h ungen un tereinander, ihre V orlieb en und die Daten üb er die gegeb enen Medien eine

äuÿerst in teressan te Basis für informationstec hnisc he Analysen darstellen. Dieses P o-

ten tial b eherb ergt Chancen und Risik en wie b ei jeder neuen T ec hnologie. V orteile für

die Nutzer sind neb en der Sozialisierung auc h der einfac he und in tuitiv e Zugang zu und

der Umgang mit in teressan ten Inhalten. Durc h eine tiefgehende Ausw ertung der Be-

n utzerpro�le, wie sie b eispielsw eise v on Go o gle angestrebt wird, lassen sic h F unktionen

wie zielgeric h tete W erbung und Bean t w ortung p ersönlic her F ragen, wie W as für einen

Beruf sol l ich er gr eifen? realisieren und erleic h tern somit das Leb en der Ben utzer.

1

h ttp://www.wikip edia.org
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Die Kehrseite der Ausw ertung v on Daten sozialer Netzw erk e ist o�ensic h tlic h die

Möglic hk eit einer nie da gew esenen Üb erw ac h ung � der �gläserne Mensc h� ist auf dem

b esten W ege, Realität zu w erden und staatlic he und militärisc he Organisationen ar-

b eiten in tensiv an computergestützen Metho den zur Ausw ertung solc her Daten, um

möglic hst viel üb er die Ben utzer und ihr V erhalten zu erfahren. Hier wird häu�g un ter

dem Dec kman tel der T errorism us- und Kriminalitätsb ek ämpfung in in timste Bereic he

der Nutzer v orgedrungen � en tsprec hende Gesetze zum Sc h utz der Ben utzer fehlen

bisher. Daher ist es so w ohl für die Ben utzer, als auc h für die Betreib er dieser Net-

ze not w endig, v eran t w ortungsb ewusst mit den anfallenden Informationen umzugehen.

Insb esondere m uss man sic h als Ben utzer b ewusst mac hen, dass jede Information, die

man einmal in einem solc hen Netz publiziert, v on P ersonen und Organisationen ein-

gesehen w erden k ann, denen man lieb er anon ym gegen üb erstehen mö c h te. Selbst das

Lösc hen v on Informationen sc h ützt nic h t da v or, dass diese durc h ev en tuell v orhandene

K opien do c h no c h v erfügbar sind.

Nac h dieser kritisc hen Betrac h tung sozialer Netzw erk e w enden wir uns n un dem

Netzw erk zu, w elc hes als Datengrundlage der v orliegenden Arb eit dien t, der Musik-

P attform L ast.fm .

3.1 Last.fm

Die Musikplattform L ast.fm wurde 2002 v on Ric hard Jones gegründet und hat inzwi-

sc hen ca. 20 Millionen Mitglieder aus üb er 200 Ländern. Am 30. Mai 2007 wurde die

Firma für 280 Millionen Dollar v on CBS Inter active

2

aufgek auft und ist inzwisc hen die

w eltgröÿte soziale Musikplattform des In ternet. Abb. 3.1(b) zeigt einen Screenshot der

L ast.fm -Seite.

L ast.fm un tersc heidet sic h v on herk ömmlic hen Radiostationen, b ei denen ein und

dasselb e Programm an alle Hörer geliefert wird ( Br o adc ast -Prinzip) dadurc h, dass jeder

Ben utzer einen für ihn generierten Sender ( str e am ) k onsumiert und dessen Programm

durc h gezielte Suc he nac h Bands, Stüc k en o der Stilen wie r o ck, ele ctr onic, metal b eein-

�ussen k ann. Bei Angab e einer Musikgrupp e w erden Stüc k e solc her Grupp en gespielt,

die als ähnlic h zur angegeb enen Grupp e eingeordnet w erden. Diese Ähnlic hk eit basiert

auf dem Prinzip des c ol lab or ative �ltering ( �Personen, die diese Grupp e gehört hab en,

hab en auch jene Grupp e gehört� ), w elc hes auc h b ei V ersandhäusern wie A mazon

3

zum

Einsatz k omm t. Um möglic hst viel Informationen darüb er zu sammeln, w as die Nutzer

2

h ttp://www.cbs.com

3

h ttp://www.amazon.com
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für Musik hören, lädt man sic h b ei der Registrierung ein Plugin für seine sp ezi�sc he

Musikwiedergab esoft w are herun ter. Dieses registriert jedes Stüc k, w elc hes lok al (z.B.

als .mp3 -Datei) abgespielt wird und sendet die Information an L ast.fm . Der V organg

wird als scr obbling b ezeic hnet und �ndet täglic h viele Millionen mal statt. Grund-

sätzlic h basiert die Datengrundlage v on L ast.fm somit auf der Information wer , wann ,

welches Stück gehört hat.

L ast.fm bietet säm tlic he Möglic hk eiten zur Sozialisierung und V erw altung, die auc h

b ei anderen sozialen Netzen zu �nden sind, es k önnen F reundsc haften gesc hlossen w er-

den, die einzelnen Stüc k e k önnen mit T ags v ersehen w erden, man k ann In teressenge-

meinsc haften ( gr oups ) gründen, automatisc h P ersonen mit ähnlic hem Musikgesc hmac k

�nden u.v.m. Der gröÿte V orteil dieses Netzw erks aus Sic h t des Data Mining ist jedo c h

seine o�ene Datensc hnittstelle. Üb er W ebservic es lassen sic h v ersc hiedenste Informa-

tionen üb er Ben utzer, ihr Hörv erhalten, F reundsc haftsstrukturen und T ags im XML -

F ormat extrahieren und w eiterv erarb eiten. Die Daten sind un ter der cr e ative c ommon

lic ense

4

registriert und für nic h t-k ommerzielle Nutzung freigegeb en.

3.2 T rends in sozialen Netzw erk en

Umgangssprac hlic h ist ein T rend das, w as momen tan �in Mo de� ist, im Bezug auf Mu-

sik also b estimm te Bands o der m usik alisc he Stile. Im statistisc hen Sinne ist ein T rend

ein b ei Messungen in Naturwissensc haft, T ec hnik und Wirtsc haft festgestellter, meist

störender systematisc her E�ekt mit einer steigenden o der fallenden Grundtendenz. Bei

der Zeitr eihenanalyse geh t es meist darum, T rends zu eliminieren, da sie b eispielsw eise

saisonal b edingte Sc h w ankungen darstellen, die die w eitere Analyse v erfälsc hen k ön-

nen. Diese F orm v on störenden T rends existiert auc h in den Daten mit denen sic h

die v orliegende Arb eit b esc häftigt � b eispielsw eise steigt die Anzahl der Hörer fast

jedes Stüc k es ständig an w eil die Ben utzerzahl v on L ast.fm b eständig w äc hst. Das

Hauptin teresse liegt hier jedo c h auf der Un tersuc h ung v on in teressan ten T rends die

der in tuitiv en Au�assung v on aktuellen (�angesagten�) Musik-Grupp en, -Stüc k en und

-Stilen en tsprec hen.

Als Beispiel für T rends dieser Art denk e man z.B. an die L ove-Par ade , w elc he inner-

halb w eniger Jahre v on einer V eranstaltung einer relativ kleinen Grupp e ec h ter Anhän-

ger zu einer Massen v eranstaltung wurde und fast eb enso sc hnell wieder an P opularität

v erlor. Ein b estimm ter Stil, in diesem F all z.B. te chno o der r ave ist k ennzeic hnend für

einen T rend und erinnert auc h oft an den zugehörigen Zeitraum o der die Leb enshaltung

4

h ttp://creativ ecommons.org/licenses/b y- nc-sa /2 .0/ uk
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wie b ei classic o der punk .

W ar früher die Vielfalt an v ersc hiedenen Stilen no c h relativ üb ersc haubar, so existie-

ren heute extrem viele neue Stile und Un terstile wie indie, indie-r o ck, scr e amo, melo dic

de ath metal u.v.m. Auc h die Dauer v on T rends hat sic h extrem v erkürzt, so k önnen

heute innerhalb w eniger W o c hen b estimm te Stile und Musik-Stüc k e dominieren. Da-

her ist es not w endig, sc hnell auf signi�k an te V eränderungen innnerhalb der Charts zu

reagieren und en tsprec hende Rüc ksc hlüsse und Prognosen durc hzuführen.

Die Wic h tigk eit einer solc hen automatisc hen En tdec kung v on T rends b esteh t neb en

ihrer grundsätzlic hen In teressan theit für Musikgesc hic h te auc h in der Möglic hk eit, den

Musikmarkt b esser zu v erstehen und somit ggf. seitens der Pro duzen ten sc hnell auf

V eränderungen reagieren zu k önnen. Daraus resultiert eine nic h t zu un tersc hätzende

wirtsc haftlic he Bedeutung.
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Bisherige Ansätze

In diesem Kapitel w erden v orhandene Ansätze zur Un tersuc h ung sozialer Netzw erk e

erläutert. Da die Emergenz dieser Netze innerhalb des In ternet ein sehr junges Phäno-

men darstellt, existieren relativ w enige Ansätze zur En tdec kung v on T rends innerhalb

solc her Netze. Daher wird zunäc hst ein allgemeiner Zugang zu sozialen Netzw erk en ge-

geb en und auf en tsprec hende Arb eiten aus dem Bereic h der Soziologie und der Statistik

v erwiesen. Ansc hlieÿend wird F olkR ank , einer der w enigen existierenden Ansätze zur

En tdec kung v on T rends innerhalb sozialer Netzw erk e detailliert b esc hrieb en, in Kapi-

tel 9 �ndet sic h ein prinzipieller V ergleic h zwisc hen dem hier v orgestellten Ansatz und

F olkR ank .

4.1 Strukturanalyse sozialer Netzw erk e

Die Analyse der Struktur und En t wic klung sozialer Netzw erk e wurde bisher meist im

Bereic h der Soziologie v ollzogen. En tsprec hende Arb eiten sind häu�g theoretisc her Na-

tur, d.h. en t wic k eln formale Mo delle zur Besc hreibung der V orgänge innerhalb sozialer

Netze. Meist sind diese Mo delle auf einen b estimm ten Bereic h wie F reundsc hafts- o der

Wirtsc hafts-Netze eingesc hränkt und es fehlte bisher oft an ausreic hendem Datenma-

terial um die Hyp othesen zu testen. Für Beispiele derartiger Ansätze sei auf [ 29 ] und

[ 22 ] v erwiesen.

Durc h das Aufk ommen v on sozialen Netzw erk en im In ternet und deren teilw eise

o�enen Datensc hnittstellen hat sic h die Situation v erändert. Plötzlic h ist es möglic h,

sehr umfangreic he Datenmengen aus v ersc hiedensten Bereic hen zu extrahieren und die

en t wic k elten theoretisc hen Metho den und Mo delle empirisc h zu üb erprüfen. Eine dieser

Theorien, das R andom Gr aph Mo del , dien te bisher zur Besc hreibung der Stuktur groÿer,

zufällig en tstandener Netze. Es k onn te jedo c h mehrfac h (vgl. [ 21 ] und [ 3 ]) gezeigt w er-

den, dass dieses Mo dell zur Besc hreibung realer sozialer Netze o�en bar ungeeignet ist,

da es zu nic h t zutre�enden V orhersagen üb er die Struktur dieser Netze führt. Barabási
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et al. zeigen in [ 3 ], dass die V erteilung v on V erkn üpfungsgraden innerhalb v on F reund-

sc haftsgraphen eine grundlegend andere Struktur aufw eisen als v om R andom Gr aph

Mo del v orhergesagt. Anstatt einer Poissonverteilung fanden sie eine nac h folgendem

P otenzgesetz abnehmende V erteilung:

P(k) � k� 
 ;

w as b edeutet, dass die W ahrsc heinlic hk eit P(k) , dass ein zufällig ausgew ählter Knoten

innerhalb des Graphen mit k w eiteren Knoten v erbunden ist, prop ortional zu einer

P otenz v on k ist, w ob ei der Exp onen t 
 nac h empirisc hen Messungen � je nac h b e-

trac h tetem Netzw erk � b ei ca. 1:6 � 2:4 liegt.

Dies ist insofern üb errasc hend, als dass es zu einer v öllig anderen Graphen top ologie

führt, als v om R andom Gr aph Mo del angenommen, nac h dem P(k) für alle Knoten

gleic h ist. Statt einer homogenen V erkn üpfungsstruktur, w eisen die Netze eine extrem

kleine Menge un v erhältnismäÿig stark v erkn üpfter Knoten, so wie eine groÿe Menge

v on Knoten mit n ur w enigen V erbindungen auf. Diese Struktur ermöglic h t äuÿerst

e�zien te K omm unik ationsb edingungen, da der kürzeste W eg zwisc hen zw ei zufällig

ausgew ählten Knoten aus extrem w enigen Zwisc henknoten b esteh t. Das Phänomen ist

auc h un ter dem Namen smal l world the ory o der six de gr e es of sep ar ation b ek ann t und

führt b eispielsw eise dazu, dass jeder Mensc h jeden anderen � grob gespro c hen � üb er

durc hsc hnittlic h sec hs bis sieb en Ec k en k enn t (falls eine solc he V erbindung existiert).

Dieser Charakter k onn te in v ersc hiedenen Bereic hen wie V erdrah tungen v on In ternet-

routern, der Linkstruktur des In ternet, in Graphmo dellen v on c hemisc hen V orgängen

in Leb ew esen und in Zitatv erkn üpfungen wissc hensc haftlic her V erö�en tlic h ungen nac h-

gewiesen w erden.

Barabási et al. mac hen zw ei F aktoren für die Bildung dieser Art v on Netzen v er-

an t w ortlic h. Erstens, W ac hstum ( gr owth ) und zw eitens V erkn üpfungsprioritäten ( pr e-

fer ential attachment ). Letzteres b edeutet, dass die W ahrsc heinlic hk eit gröÿer ist, dass

ein zufällig ausgew ählter Knoten sic h mit einem b ereits stark v erkn üpften Knoten v er-

bindet, als mit einem w eniger stark v erkn üpften. Dies führt zw angsläu�g zur Bildung

v on Clustern und �Hauptv erk ehrsknoten�. Die en tsprec henden Graphen w erden v on

den Autoren als sc ale-fr e e b ezeic hnet. Eine ausführlic he Betrac h tung des Phänomens

und der grundsätzlic hen Struktur sozialer Netzw erk e liefern auc h No w ell in [ 16 ] und

Newman in [ 20 ].

Die Organisation und Üb ertragung v on Informationen innerhalb solc her Netze ist

bisher no c h k aum v erstanden und bildet ein ho c haktuelles Thema der Wissensc haft.

Barabási et al. hab en in [ 4 ] Un tersuc h ungen b ezüglic h der Robustheit der Netze durc h-

geführt (In ternetrouter-Datensatz). Es stellte sic h heraus, dass die Netze sehr resisten t
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gegen üb er zufälligen Knotenausfällen w aren (anders als b eim R andom Gr aph Mo del ),

jedo c h eine �A c hillis-F erse� in F orm einer relativ kleinen Menge v on emp�ndlic hen

Knoten b esaÿen, deren Aussc haltung (z.B. durc h gezielte Hac k er-Angri�e) rasc h zur

F ragmen tierung des Netzes führten. Ein w eiterer T est b esc häftigte sic h mit der F rage,

wie sc hnell sic h Viren innerhalb solc her Netze v erbreiten k önnen. Die üb errasc hende

An t w ort ist, dass die T op ologie der Netze äuÿerst günstige Bedingungen für Ausbrei-

tung und Erhalt v on Viren liefert. Erk enn tnisse dieser Art hab en auc h F olgen für das

V erständnis v on der En tsteh ung, dem Charakter und der zeitlic hen Struktur anderer

Gegenstände innerhalb sozialer Netze wie Gerüc h te, Tipps, Neuigk eiten und T rends.

Jedo c h gibt es bisher n ur w enige Ansätze zur Klärung dieser F ragen.

Zumindest eine Bew ertungsfunktion b ezüglic h der P opularität der Knoten liefert

der PageR ank -Algorithm us (vgl.[ 5 ]), mit dem Go o gle das Rennen der Suc hmasc hinen

gew ann. Dab ei wird die Wic h tigk eit v on W ebseiten durc h die Anzahl der Links anderer

Seiten, die auf sie v erw eisen, gemessen � eine Ausn utzung der T op ologie sk alenfreier

Graphen.

4.2 F olkRank

W as PageR ank für W ebseiten ist, ist F olkR ank für soziale Netzw erk e. A. Hotho et al.

hab en in [ 13 ] den Algorithm us für die En tdec kung v on T rends in sozialen Netzw erk en

( folksonomies ) abgew andelt. Sie b etrac h ten einen tripartiten Hyp ergraphen mit den

Knoten t yp en user , r esour c e und tag und ermitteln die P opularität jedes Knotens jedes

Knoten t yps durc h eine erw eiterte und mo di�zierte V ersion des PageR ank -V erfahrens.

Dadurc h ist es möglic h, Ben utzer, Stic h w orte und Medien zu b estimmen, w elc he mo-

men tan o�en bar im T rend liegen, da sie viele V erkn üpfungen zu vielen anderen wic h-

tigen Knoten aufw eisen. Die Arb eitsw eise des Algorithm us wird n un erläutert. Eine

F olksonomie ist ein T up el

F := ( U; T; R; Y);

w ob ei U; T und R endlic he Mengen sind, deren Elemen te Ben utzer, T ags und Resour-

cen sind. Y � U � T � R ist eine dreistellige Relation zwisc hen ihnen, deren Elemen te

T agzu w eisungen ( tag asso ciations , kurz T AS ) sind. Der Medien t yp hängt dab ei v om

b etrac h teten Netzw erk ab � b eispielsw eise F otos b ei �ickr o der W eb-A dressen b ei

del.icio.us . Diese F orm der Repräsen tation ist aus der formalen Be gri�sanalyse als

triadischer Kontext b ek ann t. Eine äquiv alen te Sic h t auf F olksonomien ist die eines

trip artiten ungerichteten Hyp er gr aphen G = ( V; E) , w ob ei V = U [ T [ R der Knoten-

menge und E = ff u; t; r gj(u; t; r ) 2 Yg der Hyp erk an tenmenge en tsprec hen.
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Es wurden Daten aus dem Netzw erk del.ic o.us , einem System zur gemeinsc haftlic hen

V erw altung v on Lesezeic hen ( b o okmarks ), extrahiert. Diese Daten b estehen aus Ben ut-

zern, W ebadressen, Kurzb esc hreibungen und T ags. In der Zeit v om 27.-30. Juli 2005

k onn ten so jUj = 75:242 Ben utzer, jT j = 533:191 T ags und jRj = 3:158:297 Resourcen

mit jY j = 17:362:212 T agzu w eisungen gew onnen w erden.

Der V ersuc h, PageR ank direkt auf die Daten anzu w enden würde an der un tersc hied-

lic hen Natur der Graphen sc heitern � der W ebgraph b esteh t aus geric h teten, binären

Kan ten, w ährend die Struktur des F olksonomie -Graphen aus ungeric h teten, dreistelli-

gen Hyp erk an ten b esteh t. Daher ist zunäc hst eine Anpassung der Graphstruktur not-

w endig. Es wird also eine T ransformation des Hyp ergraphen F = ( U; T; R; Y) in einen

ungeric h teten, dreistelligen Graph GF = ( V; E) v ollzogen, auf der dann eine mo di�-

zierte V ersion v on PageR ank angew endet wird, w elc he die Kan tengewic h te b erüc ksic h-

tigt.

Die Knotenmenge V b esteh t dab ei aus der disjunkten V ereinigung der Ben utzer,

T ags und Resourcen

V = U
:
[ T

:
[ R:

Alle auftauc henden P aare aus Ben utzern und T ags, Resourcen und T ags, usw. w erden

zu ungeric h teten, gewic h teten Kan ten zwisc hen den en tsprec henden Knoten

E = ff u; tg; f t; r g; f u; rgj(u; t; r ) 2 Yg;

w ob ei jede Kan te f u; tg gewic h tet wird mit jf r 2 R : (u; t; r ) 2 Ygj , jede Kan te f t; r g
mit jf u 2 U : (u; t; r ) 2 Ygj und jede Kan te f u; rg mit jf t 2 T : (u; t; r ) 2 Ygj .

Der ursprünglic he PageR ank -Algorithm us baut auf der Idee auf, dass W ebseiten

umso wic h tiger sind, je mehr Seiten auf sie v erw eisen, die selbst wic h tig sind. Die

Gewic h tung wird iterativ durc h ein V erfahren realisiert, b ei dem ein gedac h ter Ben ut-

zer ( r andom surfer ) Hyp erlinks auf W ebseiten folgt und irgendw ann zufällig an eine

k omplett neue A dresse springt. In diesem Sinne en tspric h t die gesuc h te Gewic h tsv er-

teilung dem Fixpunkt dieses gewic h tspropagierenden Prozesses innerhalb des W ebgra-

phen. Dasselb e Mo dell wird auc h v on F olkR ank v erw endet für Ben utzer, die wic h tige

T ags b en utzen, Resourcen, die v on wic h tigen Ben utzern mit T ags v ersehen wurden, etc.

Wie b ei PageR ank wird auc h hier das Mo dell des r andom surfer v erw endet. F ormal

w erden die Gewic h te ~w mit wi � 0 folgendermaÿen propagiert:

~w  d � A � ~w+ (1 � d) � ~p;

w ob ei A die zeilensto chastische A djanzenzmatrix v on GF ist (jede Zeile der Matrix

wurde zur Summe 1 nac h der L1 -Norm normiert), ~p der K omp onen te des r andom
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surfer en tspric h t und d 2 [0; 1] eine K onstan te ist, die den Ein�uss des r andom sur-

fer de�niert. Oft wird ~p in allen Elemen ten auf 1 gesetzt, k ann ab er auc h v erw endet

w erden, um b ei der Generierung p ersonalisierter PageR anks ein gröÿeres Gewic h t auf

preferierte Elemen te zu legen. Dab ei bleibt die Summe aller Gewic h te des Graphen

k onstan t, falls k~wk1 = k~pk1 . Das bisher b esc hrieb ene V erfahren, also die Iterationen

zur Gewic h tspropagierung bis zur K on v ergenz zu einem resultierenden Gewic h tsv ektor

(Fixpunkt) wird zunäc hst als A dapte d PageR ank b ezeic hnet.

Ein Problem, w elc hes sic h aus der Ungeric h tetheit v on GF ergibt, ist, dass einige

der zum Zeitpunkt t gesetzten Gewic h te, zum Zeitpunkt t + 1 wieder zurüc k propa-

giert w erden. Dadurc h ähnelt der Ansatz einem Gewic h tungssystem, b ei dem n ur die

Knotengrade v on Bedeutung sind � er ist diesem sogar äquiv alen t, falls d = 1 gesetzt

wird. Mit diesem V erfahren wurden v ersc hiedene Exp erimen te durc hgeführt, w ob ei sic h

herausstellte, dass der Pr efer enz-V ektor ~p allein nic h t stark gen ug ist, um in den Re-

sultaten solc he Elemen te zu un terdrüc k en, die so wieso einen hohen Rang hab en, ab er

nic h t mit den durc h ~p sp ezi�zierten Bereic hen in V erbindung stehen. Daher wurde der

Algorithm us w eiter mo di�ziert zum eigen tlic hen F olkR ank -V erfahren.

Bei F olkR ank wird ~p wieder b ewusst v erw endet, um den F okus auf b estimm te Ben ut-

zer, T ags o der Resourcen zu legen, dab ei soll immer k~wk1 = k~pk1 gelten. W eiterhin ist

~w0 der Fixpunkt der Iteration des A dapte d PageR ank mit d = 1 und ~w1 der Fixpunkt

mit d < 1. Der endgültige Gewic h tsv ektor ergibt sic h dann als

~w = ~w1 � ~w0

Somit w erden die Winner und L o oser aus den Ben utzern, T ags und Resourcen b e-

stimm t, indem der Gewic h tsv ektor mit Preferenzen mit dem ohne Preferenzen v ergli-

c hen wird. Für ein Elemen t x wird ~w[x] als F olkR ank von x b ezeic hnet.

Eine Sc h wierigk eit v on F olkR ank zur Analyse der En tsteh ungsstruktur v on T rends

liegt darin, dass die zeitlic he K omp onen te v ernac hlässigt wird. Die b etrac h teten Net-

ze liefern k einen Aufsc hluss darüb er, wann ein Ben utzer ein Elemen t mit einem b e-

stimm ten Stic h w ort v ersehen hat. Eine Lösung w äre, in regelmäÿigen In terv allen die

gesam ten Daten neu zu erfassen und die En t wic klung jedes Elemen ts zu sp eic hern.

Ansc hlieÿend k önn te man die Zeitreihen der P opularitätspro�le der Knoten analysie-

ren. Dieser Ansatz wurde auc h in [ 12 ] v erfolgt, indem eine P opularitätsv eränderung

( p opularity change ) durc h

pct0 ! t1 (x) :=
�

r0

n0
�

r1

n1

�
� log10

�
n1

r1

�

gemessen wird, w ob ei r0 ( r1 ) dem F olkR ank v on x zum Zeitpunkt t0 ( t1 ) en tspric h t und

n0 ( n1 ) analog der Anzahl an Elemen ten in R zum jew eiligen Zeitpunkt. Allerdings
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stellt das wiederholte Extrahieren der Daten ein aufw ändiges und stark redundan tes

Un terfangen dar � diese Problematik wird auc h im Bezug auf andere Ansätze, wie der

Zeitstemp el-basierten W eb-Erfassung in [ 2 ] o der der Visualisierung der Wic h tigk eit

einzelner T ags üb er die Zeit in [ 7 ] diskutiert.

T ec hnik en zur Prognose v on T rends in sozialen Netzw erk en sind bisher k aum un ter-

suc h t � w enige Ausnahmen sind [ 17 ] und [ 1 ] zur V orhersage v on V erkn üpfungen zwi-

sc hen Knoten innerhalb der F olksonomie -Graphen. Im Bezug auf m usik alisc he Daten

basieren die meisten Ansätze auf der Analyse der Audio daten � ein Beispiel, w elc hes

mit der Berec hn ung v on Timbr e-Distanzen auf Musikstüc k en arb eitet und eb enfalls

die K om bination aus ESOM und U-Map zur Pro jektion und Visualisierungsgrundlage

einsetzt, ist der Music-Miner (vgl.[ 19 ]).

Der im F olgenden b esc hrieb ene eigene Ansatz arb eitet anders. Das soziale Netzw erk

L ast.fm wird zunäc hst w eder graphen theoretisc h b etrac h tet, no c h w erden die Audio da-

ten in irgendeiner Hinsic h t zur Merkmalsextraktion herangezogen. Stattdessen wird das

Gesc hehen innerhalb des Netzw erks L ast.fm als zeitlic h geordnete Menge v on events ,

T up eln der F orm (Zeitpunkt, Benutzer, Musikstück) b etrac h tet, also prinzipiell dieselb e

Information, die L ast.fm durc h scr obbling v on seinen Ben utzern erhält (w enn auc h hier

in geringerer Au�ösung). Die F orm der un tersuc h ten T rends b esteh t in den w ö c hen tli-

c hen Musik-Charts, deren K omp onen ten (Stüc k e und Hörerzahlen) b ek ann t sind, ab er

ihre En tsteh ungsgesc hic h ten und Ursac hen un b ek ann t � diese sollen durc h Metho den

des Data Mining un tersuc h t w erden.
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Daten basis

In diesem Kapitel wird erläutert, auf w elc hen Daten der eigene Ansatz aufbaut, wie

sie gew onnen w erden und in w elc her F orm sie repräsen tiert und w eiterv erarb eitet w er-

den.

5.1 Erhebung der Daten

Zunäc hst m uss aufgrund der Gröÿe des L ast.fm -Netzw erk es eine sinn v olle T eilausw ahl

der b ereitgestellten Daten getro�en w erden. Eine v ollständige Erfassung ist aus Zeit-

gründen zu aufw ändig und die Gew ährleistung der Aktualität einer solc hen Daten-

menge b ei der durc h L ast.fm v orgegeb enen Sc hrank e v on einer Abfrage pro Sekunde

unmöglic h.

Es liegt nahe, die Datenausw ahl auf einen b estimm ten Musikstil wie hip hop o der

te chno einzusc hränk en und sic h n ur mit der Un tersuc h ung der Dynamik und der En t-

dec kung v on T rends innerhalb dieses Stils zu b esc häftigen. Jedo c h en tsteh t hier wieder

die F rage, w elc her Stil zu w ählen ist, um einerseits nic h t zu viele Daten zu erfassen

� b eispielsw eise ist r o ck ein b ei einem Groÿteil aller Stüc k e v erw endeter T ag � und

andererseits nic h t zu w enig Daten für eine repräsen tativ e T eilmenge zur V erfügung

zu hab en. Auÿerdem ist die V eri�k ation der Datenqualität sc h wierig ohne eine aggre-

gierte Statistik üb er das K onsum v erhalten bzgl. des gew ählten Stils v on L ast.fm zur

V erfügung zu hab en. Anstatt sic h also auf einen einzelnen Stil zu b esc hränk en wird

das In teresse auf die Musik und ihre Hörer geric h tet, w elc he oft als Mainstr e am b e-

zeic hnet w erden. K onkret ist ein Stüc k umso wic h tiger, je mehr P ersonen es hören und

umgek ehrt ein Ben utzer umso wic h tiger, je mehr wic h tige Stüc k e er hört.

Diese De�nition v on Wic h tigk eit bietet den V orteil, eine maximale Menge an Daten

extrahieren zu k önnen, w elc he durc h das Einführen w eiterer Kriterien (Chartp osition

b ei Stüc k en, absoluter playc ount b ei Ben utzern, etc.) b eliebig w eiter eingesc hränkt w er-

den k ann und dab ei zuerst auf die un wic h tigeren Daten zu v erzic h ten (selten gehörte
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Stüc k e, inaktiv e Ben utzer). Des W eiteren existiert durc h die auf der L ast.fm -Seite auf-

geführten globalen W o c henc harts (auc h rüc kblic k end) die Möglic hk eit eines V ergleic hs

zwisc hen Datenausw ahl und allen Daten und somit ein Qualitätsmaÿ für Abfragestra-

tegie und Datengrundlage.

Die Datenerhebung erfolgt üb er die v on L ast.fm b ereitgestellten W ebservic es . Eine

in Ja v a gesc hrieb ene Soft w are ( Sche duler ) arb eitet als autonomes System auf mehreren

Rec hnern und sc hreibt die gew onnenen Daten in eine MySQL -Daten bank. Im F olgenden

wird die Abfragestrategie formal b esc hrieb en. Für eine Besc hreibung der W ebservic es

und des Sche dulers sei auf den Anhang A v erwiesen.

Ergebnis ist die Information, w elc her Ben utzer in w elc her W o c he, w elc hes Stüc k wie

oft gehört hat, also eine Menge v on T up eln der F orm (userid; weekid; songid; playcount) .

Als Qualitätsmaÿ der v erw endeten Strategie dien t die Bestimm ung der Ähnlic hk eit

zwisc hen den W o c henc harts, die auf der L ast.fm -Seite zu �nden sind und den W o c hen-

c harts, w elc he da v on unabhängig aus der extrahierten T eilmenge generiert w erden.

Dieses V orgehen wird im V alidierungsk apitel (vgl. Absc hnitt 8.1 ) erläutert und mit

Hilfe des no c h zu b estimmenden Distanzmaÿes für Musik-Charts v ollzogen.

Die Idee ist, dass die Ben utzer, w elc he die Charts am häu�gsten hören, auc h haupt-

säc hlic h für deren Bildung v eran t w ortlic h sind. Die Strategie extrahiert zunäc hst säm t-

lic he Stüc k e aller v erfügbaren globalen W o c henc harts. Für 115 W o c hen sind dies et w a

1600 Stüc k e. Ansc hlieÿend w erden für jedes dieser Stüc k e die stärksten K onsumen-

ten ermittelt � der en tsprec hende W ebservic e trägt den Namen topfans . Bei ca. 70

Ben utzern pro Stüc k und vielen Üb ersc hneidungen ergeb en sic h für die 1600 Stüc k e

et w a 20000 Ben utzer. Dab ei sind sc hon die Ben utzer ausgenommen, die einen zu ge-

ringen absoluten playc ount (w eniger als 5000 Stüc k e) aufw eisen. Es wird angenommen,

dass man mit Hilfe der W o c henc harts dieser Nutzer am ehesten die globalen W o c hen-

c harts rek onstruieren k ann. Daher w erden für jeden Nutzer üb er alle jew eils v erfügbaren

W o c hen ( we ekly chart list ) seine p ersönlic hen W o c henc harts ( pr evious we ekly charts )

extrahiert.

Sei UALL
die Menge aller 20 Millionen L ast.fm -Ben utzer, SALL

die Menge aller b ei

L ast.fm b ek ann ten Stüc k e so wie W ALL
die Menge aller W o c hen (bisher jW ALL j = 115).

Die W ebservic es en tsprec hen Abbildungen auf diesen Mengen

c hartsongs : W ALL ! P (SALL )

liefert die Menge an Stüc k en, die in einer gegeb enen W o c he in den L ast.fm -Charts

w aren (un ter den T op-400) und

listener : W ALL � SALL ! N
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die Anzahl an Hörern des gegeb enen Stüc k es in gegeb ener W o c he (listener (w; s) =
0, falls s =2 c hartsongs (w) ). Dann ist

S+ :=
[

w2 W ALL

c hartsongs (w)

die Menge aller Stüc k e, die im Gesam tzeitraum irgendw ann in den Charts w aren.

topfans : SALL ! P (UALL )

liefert diejenigen Ben utzer, w elc he ein gegeb enes Stüc k am stärksten k onsumieren �

L ast.fm b erec hnet dies nic h t n ur nac h den playc ounts der einzelnen Ben utzer, son-

dern b ezieh t auc h deren Langzeitk onsumdauer mit ein, um spät hinzugek ommene, ab er

trotzdem aktiv e Ben utzer nic h t zu b enac h teilen � die Berec hn ung dieser Ben utzer ist

Thema in den L ast.fm -F oren. Die Ben utzermenge U = f u1 : : : unU g 2 UALL
, die nac h

der Abfragestrategie wic h tig ist, ist

U :=
[

s2 S+

topfans (s):

Für diese Ben utzer w erden alle v erfügbaren W o c hen

a vw eeks : UALL ! P (W ALL )

ermittelt (viele Ben utzer sind oft lange inaktiv). Der W ebservic e

uc hartsongs : UALL � W ALL ! P (SALL )

liefert die Stüc k e, die in den p ersönlic hen Charts des Ben utzers in einer b estimm ten

W o c he v ork ommen und

pla ycoun t : UALL � W ALL � SALL ! N

die Anzahl, wie oft ein Stüc k gehört wurde. Die wic h tigste Datengrundlage der Arb eit

ist die vierstellige Relation

UC � UALL � W ALL � SALL � N

Die Abfragestrategie, realisiert durc h den Sche duler , v ersuc h t, folgende Bedingung zu

erfüllen:

8u 2 U : 8w 2 a vw eeks (u) : 8s 2 uc hartsongs (u; w) : (u; w; s; pla ycoun t (u; w; s)) 2 UC:
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Die Menge der Stüc k e S = f s1 : : : snS g � SALL
, w elc he in die Daten bank aufgenommen

w erden, ergibt sic h dann als

S = f s 2 S0 : 9u 2 U; w 2 W; p 2 N : (u; w; s; p) 2 UCg:

Die Hauptgrundlage der Daten b esteh t also aus U; S und W ( W = W ALL
) � jedo c h

w erden no c h zw ei w eitere Bereic he mit ein b ezogen, deren Extraktion analog erfolgt.

Erstens die F reundsc haften

F � U � U mit (u1; u2) 2 F , u1 ist mit u2 b efreundet

und zw eitens die T ags zu den extrahierten Stüc k en

T = ( t1 : : : tnT )

mit der zugehörigen Abbildung

t : S � T ! R;

w ob ei t i;j dem prozen tualen An teil des T ags t j für das Stüc k si . en tspric h t.

Dieses V orgehen allein liefert einen Sc hnappsc h uss der derzeitigen Daten. Es ist

jedo c h auc h wünsc hensw ert, die Daten ständig aktuell zu halten und neu hinzuk om-

mende Ben utzer, W o c henc harts, Künstler und Stüc k e eb enfalls zu erfassen. Dab ei soll

möglic hst selten redundan te Information extrahiert w erden. Die Realisierung dieser An-

forderungen und die ansc hlieÿende Üb ertragung der Daten in die MySQL -Daten bank

so wie w eitere Aufgab en w erden k omplett durc h den Sche duler realisiert.

Der Sche duler k omm uniziert mit der Daten bank üb er SQL -Befehle, w elc he Daten

anfordern, einfügen, ändern o der lösc hen. Es handelt sic h um eine MySQL -Daten bank,

die sic h auf einem separatem Serv er b e�ndet. Auf diesem Rec hner wird k eine Instanz

des Sche duler ausgeführt, um den Netzw erkv erk ehr für SQL-A nfr agen o�en zu halten.

Abb. 5.1 zeigt das Entity-R elationship-Diagr amm der Daten bank.

Die wic h tigste Relation ist c onsume d . Sie en tspric h t UC und en thält somit die In-

formationen darüb er, w elc her Ben utzer in w elc her W o c he w elc hes Stüc k wie oft gehört

hat in F orm v on T up eln (weekid; userid; songid; playcount) . Dab ei v erw eisen die IDs

auf die Relationen we eks , users und songs , die die W o c henin terv alle, Ben utzerpro�le

und Namen v on Künstlern und Musikstüc k en en thalten. Die Relation lfmcharts en thält

die globalen Charts der L ast.fm -Seite in F orm v on T up eln (we ekid, songid, listeners,

playc ount) . Dab ei sind für jede W o c he 400 Ein träge v orhanden, jew eils sortiert nac h

der Anzahl der Hörer, denn dies ist das Kriterium nac h dem die P osition in den W o-

c henc harts ermittelt wird. Der playc ount w äre für diesen Zw ec k ungeeignet, da sonst
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Abbildung 5.1: ER-Diagr amm der Daten bank

ein einzelner Hörer durc h das dauerhaft wiederholte Hören eines Stüc k es die Charts

zu stark b eein�ussen würde. Einige Mo dule des Sche duler legen auc h temp oräre Re-

lationen an, w elc he der Zwisc hensp eic herung v on Ergebnissen dienen und automatisc h

wieder gelösc h t w erden.

5.2 F ormale Repräsen tation

Eine wic h tige Repräsen tation der Daten b esteh t in F orm v on Charts, also nac h K onsum

geordnete Listen b estimm ter Länge v on Musikstüc k en für einzelne Ben utzer, Ben ut-

zergrupp en o der alle Ben utzer üb er einen gegeb enen Zeitraum (minimal 1 W o c he).

Abb. 5.2 zeigt einen Aussc hnitt der Charts einer b estimm ten W o c he. Die Musikstüc k e

w erden in tern mit eindeutigen IDs iden ti�ziert. In teressan t ist, dass nic h t n ur die P o-

sition der Stüc k e in den Charts b ek ann t ist, sondern eb enfalls die Anzahl der Hörer �

dies ermöglic h t genauere V erfahren b ei der Bestimm ung v on Ähnlic hk eiten zwisc hen

den Charts. Die nac h Hörerzahlen geordneten Listen sind als Darstellung zw ar in tuitiv

� es wird jedo c h auf der Grundlage v on U; W; S und UC für die An w endung der Me-

tho den des Data Mining eine V ektor- bzw. Matrix-Repräsen tation v erw endet, da sie

insb esondere b ei der gemeinsamen Betrac h tung mehrerer Charts mit teilw eise disjunk-

ten Stüc klisten k omfortabler ist. Dazu ist es zunäc hst en tsc heidend, dass die Menge
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Abbildung 5.2: T ypisc he W o c henc harts b ei L ast.fm (P ositionen eins bis zehn v on

400)

der Ben utzer eingesc hränkt w erden k ann auf eine in teressan te T eilmenge UID � U .

Beispielsw eise k önnen säm tlic he männlic he Ben utzer b etrac h tet w erden:

UMEN = f u 2 U : gender (u) = 1 g;

w ob ei

gender (u) =

8
>><

>>:

1; falls Ben utzer u männlic h

� 1; falls Ben utzer u w eiblic h

0 b ei k einer Angab e

:

Die Matrix-Repräsen tation des Musik-K onsums einer solc hen Ben utzermenge ist dann

l ID 2 RnW � nS
mit

l ID
i;j � jf u 2 UID : 9(u; w; s; p) 2 UC mit w = wi und s = sj gj:

Der Ein trag l ID
i;j en tspric h t also der Anzahl an Hörern aus UID

für das Stüc k sj in W o c he

wi . Da nS = 6:339:971, ist diese Matrix sehr groÿ und dünn b esetzt. Für praktisc he

Zw ec k e ist es daher not w endig, die Menge der Stüc k e einzusc hränk en � oft ist man

b eispielsw eise n ur an den zehn meistgehörten Stüc k en jeder W o c he in teressiert. Um

diese Anforderung zu erfüllen, wird die Abbildung p os : N � N ! N de�niert als

p os

ID
i;j := jf q 2 N : l ID

i;q > l ID
i;j gj + 1;

w elc he die P osition v on Stüc k sj in den Charts der W o c he wi angibt. P osition 1 wird

v on dem Stüc k mit den meisten Hörern in der en tsprec henden W o c he b elegt. Mit Hilfe

dieser F unktion k ann die Menge der b etrac h teten Stüc k e in sinn v oller Art und W eise

eingesc hränkt w erden. Dazu w erden zw ei w eitere P arameter ofs und k eingeführt, w elc he
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den Aussc hnitt innerhalb der nac h Hörern absteigend sortierten Chart-Liste de�nieren,

z.B. stehen ofs = 10 und k = 20 für die P ositionen 10 bis 30. Die Einsc hränkung ist

de�niert als

k
ofs

l ID
i;j :=

(
l ID
i;j ; falls 9q 2 N : ofs + k > p os

ID
q;j > ofs

0 sonst

Dies k omm t einer �Auslösc h ung� all derer Hörerzahlen v on Stüc k en gleic h, die niemals

zwisc hen den P ositionen ofs und ofs + k v ertreten w aren. Dies ist die Art v on Einsc hrän-

kung, w elc he in der Arb eit v erw endet wird. Meist wird ofs = 1 und k = 400 gesetzt.

Man b eac h te jedo c h, dass die Einsc hränkung auc h härter form uliert w erden k ann als

k
ofs

l ID
i;j :=

(
l ID
i;j ; falls ofs + k > p os

ID
i;j > ofs

0 sonst

;

d.h. in dieser V ersion hat jede Zeile der Matrix n ur no c h k v on Null v ersc hiedene Ein-

träge. Dies ist die F orm, in der die v on der L ast.fm -Seite extrahierten globalen Charts

v orliegen � es ist z.B. nic h t möglic h, die Hörerzahlen eines Stüc k es, w elc hes zw ar zeit-

w eise in den T op-400 auftauc h t, ab er zwisc hendurc h auc h un ter P osition 400 fällt, für

diese W o c hen zu rek onstruieren. Dies ist ein Nac h teil, da es natürlic h nic h t so ist, dass

diese Stüc k e eine Hörerzahl v on 0 hab en. Die Problematik spielt b ei der V alidierung

der Abfragestrategie (Absc hnitt 8.1 ) eine Rolle. Abb. 5.3 zeigt b eispielhaft drei T op-10

12 16 18 19 25 26 31 37 45 50 55 62 66 77 177

55 496 414 0 0 375 378 476 397 0 409 0 233 363 376 0

63 553 434 0 552 0 0 465 435 431 441 497 0 442 0 501

71 553 443 518 909 327 512 470 0 468 0 588 641 0 0 0

Abbildung 5.3: Beispielhafte Repräsen tation der W o c hen-Charts in Matrix-F orm

Charts (Zeilen) nac h der �harten� Einsc hränkung, w ob ei für jedes Stüc k eine Spal-

te existiert, w elc he eindeutig durc h die ID des Stüc ks gek ennzeic hnet ist. Die Zeilen

en tsprec hen also den Beobac h tungen (Datenpunkten) und die Spalten den Merkma-

len ( F e atur es ). Die Üb ersic h tlic hk eit leidet zw ar, da nic h t mehr direkt die wic h tigsten

Stüc k e gesehen w erden, k ann ab er durc h Sortierung der Stüc k-IDs nac h einer ausge-

w ählten Zeile v on Hörerzahlen jederzeit wieder hergestellt w erden.
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Metho dik

In diesem Kapitel wird der eigene Ansatz formal b esc hrieb en. Dab ei geh t es zuerst um

die Bestimm ung eines Distanzmaÿes und den Einsatz der V erfahren des Data Mining

zur En tdec kung und Charakterisierung v on T rends. Ansc hlieÿend wird der Ansatz zur

Iden ti�zierung b estimm ter K onsum-T yp en, wie �F rüherk enner� und �Nac hzügler� un ter

den Ben utzern b esc hrieb en.

6.1 K on textabhängige En tdec kung v on T rends

Dieser Absc hnitt b esc hreibt die Ausw ahl einer T eilmenge der Charts, den V ormonats-

v ergleic h und die Cluster analyse und Visualisierung durc h die W ARD- , ESOM - und

U-Map -V erfahren zur En tdec kung v on T rend-Clustern. Abb. 6.1 illustriert die einzel-

nen Sc hritte. Die Relationen UC ( c onsume d ) und T ( tags ) bilden die Grundlage für

die w eitere Analyse. Im Anhang B wird auÿerdem die Relation F der F reundsc haften

zur Visualisierung der Sozialstruktur b ei L ast.fm mit ein b ezogen.

Der Haupt-Ansatz b esteh t darin, aus der Relation UC eine o der mehrere Chart-

Matrizen zu generieren, w elc he zur Bean t w ortung der gegeb enen F ragestellung her-

angezogen w erden. Die F ragestellung b esc hreibt dab ei einen, durc h SQL -Abfragen an

die Daten bank realisierbaren K on text, z.B. �Wie unterscheiden sich die Musik-Stile

(o der -Stücke) der amerikanischen Benutzer im Sommer 2005 von denen der deut-

schen zu dieser Zeit?� . Die resultierenden Matrizen sind somit in jedem K on text v on

un tersc hiedlic her Dimensionalität. Eine Einsc hränkung der Merkmale (Musik-Stüc k e)

ist fast immer not w endig, da ansonsten theoretisc h 6-Millionen-dimensionale V ektoren

v erarb eitet w erden m üssen � in den im näc hsten Kapitel b esc hrieb enen Exp erimen ten

wurde meist eine Einsc hränkung auf die T op-1000, T op-400 o der T op-50 durc hgeführt.

Die Einsc hränkung auf eine b estimm te Ben utzermenge UID
wird zunäc hst nic h t v oll-

zogen, stattdessen wird der Ansatz exemplarisc h anhand der Betrac h tung der für alle

Ben utzer generierten Charts lGEN
b esc hrieb en, d.h. UID = U . Im näc hsten Kapitel
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Trend-Cluster-Discovery
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Abbildung 6.1: Sc hematisc he Darstellung des Haupt-Ansatzes

w erden dann auc h die Ergebnisse b ei eingesc hränkten Charts präsen tiert. Die resultie-

renden Chart-Matrizen w erden normalisiert und ein passendes Distanzmaÿ de�niert.

Ansc hlieÿend folgen V ormonatsv ergleic h, Clustering so wie Pro jektion und Visualisie-

rung durc h ESOM und U-Map , um T rends als temp orale Phasen ausmac hen zu k önnen.

Diese T rend-Cluster (zeitlic h zusammenhängende T eilmengen der Charts) w erden in

einem näc hsten Sc hritt durc h In tegration der T ags um sym b olisc hes Wissen erw eitert

und mit Hilfe der line ar en Diskriminanzanlayse gegeneinander klassi�ziert, um eine

Zuordn ung v on Musik-Stilen zu den T rend-Clustern zu ermöglic hen.

Die V orv erarb eitung der Charts gesc hieh t durc h Normalisierung der Matrix, so dass

die Zeilensummen 1 en tsprec hen.

l jGEN j
i;j :=

lGEN
i;j

jSjP

q=1
lGEN
i;q

Der V orteil, ein allgemeines Distanzmaÿ auf Musik-Charts zu de�nieren, b esteh t darin,

dass solc he Charts dynamisc h generiert w erden k önnen für einzelne Ben utzer, Grup-

p en v on Ben utzern o der alle Ben utzer üb er eine, mehrere o der alle W o c hen � auc h

die Menge der Stüc k e k ann eingesc hränkt w erden. So wird die Bean t w ortung vieler
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in teressan ter F ragestellungen möglic h, wie z.B. �Wie gr oÿ ist die Distanz zwischen b e-

nachb arten glob alen W o chencharts?� (En tdec kung v on Fluktuationen) o der �..zwischen

den W o chencharts eines Benutzers und den glob alen W o chencharts� (Zeitreihe, die die

�Mainstreamhaftigk eit� des Ben utzers b esc hreibt) o der �Suche die Benutzer, die in W o-

che wi die geringste Distanz ihr er p ersönlichen Charts zueinander aufweisen � u.v.m.

Die W ahl des Distanzmaÿes ist wic h tig für die nac hfolgenden Analysen, da es fast

üb erall v erw endet wird. Insb esondere b ei Metho den des Data Mining wie W ARD o der

ESOM hängen die Ergebnisse teils stark v on der W ahl des Distanzmaÿes ab. Wie

sc hon erw ähn t, w erden die Hörerzahlen der Stüc k e mit angegeb en und k önnen b ei den

generierten Charts eb enfalls b erec hnet w erden � ansonsten w ären rangbasierte V er-

fahren zur Ermittlung v on Ähnlic hk eiten angebrac h t � diese wurden eb enfalls getestet

(vgl. 8.1 ), führten ab er zunäc hst zu w eniger guten Ergebnissen als b ei Ein b ezieh ung der

Hörerzahlen (b ei sehr ho c h-dimensionalen Chart-V ektoren erreic hen die Rangv erfah-

ren jedo c h eine höhere Qualität). Als Distanzmaÿ wird die L1 -Norm ( Manhattan- o der

Cityblo ck-Distanz ) v erw endet, d.h. die Distanz zwisc hen den Charts der zw ei W o c hen

wp und wq wird de�niert als

djGEN j
p;q := d(l jGEN j

p;: ; l jGEN j
q;: ) :=

nSX

i =1

kl jGEN j
p;i � l jGEN j

q;i k

Durc h ein im V alidierungsteil b esc hrieb enes Exp erimen t (vgl. 8.1 ), b ei dem als Quali-

tätskriterium die chr onolo gische R epr äsentation v erw endet wird, stellte sic h die Üb erle-

genheit der Manhattan -Distanz gegen üb er anderen Distanzmaÿen heraus. Ähnlic h gute

Ergebnisse lieferte auc h die Korr elations-Distanz (ohne V orv erarb eitung). Es wurde

sic h jedo c h w egen der einfac hen Berec hn ung und In terpretation für die Manhattan-

Distanz en tsc hieden. Die w eiteren impliziten F olgerungen b ei der V erw endung dieses

Maÿes, so wie eine geometrisc he In terpretation �nden sic h eb enfalls in Absc hnitt 8.1 .

6.1.1 V ormonatsv ergleic h

Die erste An w endung des Distanzmaÿes b esteh t in einem V ormonatsv ergleic h. Zu die-

sem Zw ec k wird die gewic h tete Distanz zwisc hen jeder W o c he wi und den v orangehen-

den W o c hen wi � 4 : : : wi � 1 b erec hnet

vi =
4X

j =1

� j dGEN
i; (i � j ) mit i = 5 : : : nW :

Dieses V erfahren ermöglic h t, plötzlic he üb errasc hende V eränderungen zu erk ennen. Die

Bildung der ersten diskreten Ableitung v on v ermöglic h t die automatisc he En tdec kung
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der (z.B. 10) stärksten P eaks. Die Gewic h te � j w erden so gew ählt, dass

P

j =1 :::4
� j = 1

gilt und � j > � j +1 . Eine Metho de, um die Ursac hen für Distanzsc h w ankungen in

b estimm ten W o c hen zu ermitteln, bildet die Berec hn ung der elemen t w eisen Di�erenzen

zwisc hen den Charts einer gegeb enen W o c he und deren V orw o c hen. Die jew eiligen

V ektoren w erden mit denselb en Gewic h ten wie v orher summiert.

topsongs i;j :=
4X

n=1

� n (lGEN
i;j � lGEN

i � n;j );

w ob ei topsongs i;j die gewic h teten V eränderungen der Hörerzahlen v on Stüc k sj in W o-

c he wi bzgl. des V ormonats en thält. Durc h Sortierung der Stüc k e nac h diesem V ektor

k önnen die Stüc k e mit den sprunghaftesten K onsum v eränderungen ermittelt w erden.

w ob ei topsongs i;j die gewic h teten V eränderungen der Hörerzahlen v on Stüc k sj in W o-

c he wi bzgl. des V ormonats en thält.

6.1.2 Clusteranalyse und Visualisierung

Der V ormonatsv ergleic h allein reic h t nic h t, um säm tlic he Bezieh ungen der Chart-V ektoren

zueinander zu en tdec k en. Daher wird eine hierarc hisc he Gruppierung in temp orale

T rendphasen durc h das W ARD-Linkage -V erfahren v ollzogen. Das b edeutet, es w erden

disjunkte T eilmengen

C i = f ci
1 : : : ci

nC i
g � W mit

[

i

C i = W

erstellt, w ob ei für jeden Cluster C i
eine Menge v on Charts l jC i j

en tsteh t. P arallel zum

W ARD-Linkage w erden dieselb en Datenpunkte mit der K om bination aus ESOM , U-

Map und einem hier en t wic k elten V erfahren zur Insel-Generierung (vgl. Anhang A )

pro jeziert und visualisiert. Die Färbung der Bestmatches auf den en tstandenen Karten

gesc hieh t dann durc h die durc h das W ARD -V erfahren gew onnenen Cluster, w as eine

in tuitiv e In terpretation der Qualität und Anzahl der Cluster ermöglic h t.

6.1.3 Charakterisierung v on T rend-Clustern

Um einen in tuitiv eren Zugang zu den Clustern zu erhalten, w erden die T ags in tegriert,

also Stic h w orte wie r o ck, metal, etc. , w elc he die Ben utzer den Stüc k en zugeordnet

hab en. W eiterhin wird Fisher's LD A v erw endet, um die T rend-Cluster in für Mensc hen

lesbarer F orm zu c harakterisieren.
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Musik alisc he Stile

Sei also T = f t1 : : : tnT g die Menge aller jemals für irgendw elc he Stüc k e v erw endeten

T ags ( nT � 77300). Es wird eine neue Matrix

tags 2 RnS � nT

generiert mit dem prozen tualen An teil tags i;j an Stimmen v on Stic h w ort t j für Stüc k si .

Eines der Probleme b eim Umgang mit T ags ist, dass T ags wie r o ck o der indie grund-

sätzlic h dominieren, auÿerdem existiert eine un üb ersc haubare Anzahl v on störenden

T ags wie se en live, favorite b and, etc. Die Idee ist, analog zum Do cument-Clustering ,

ein tf-idf -Sc hema (vgl. Absc hnitt 2.6.3 ) zur Gewic h tung anzu w enden. In diesem F all

sind die Musik-Stüc k e als Dokumen te und die T ags als W orte aufzufassen. Es wurde

eine en tsprec hende Gewic h tung durc hgeführt und man uell v eri�ziert, dass die sinnlo-

sen T ags w eniger Gewic h t erhalten und eine Einsc hränkung der 77000 auf 600 sinn v olle

T ags, also m usik alisc he Stile k ennzeic hnende, v ollzogen. Diese F orm der V orv erarb ei-

tung ist sc hon äuÿerst hilfreic h, um sinn v ollere Ergebnisse zu erhalten, allerdings m üss-

ten die T ags � um no c h k orrekter zu sein � seman tisc h hierarc hisc h gruppiert w erden,

z.B. metal als Ob erb egri� für he avy metal und de ath metal o der die Gruppierung v on

german und deutsch . Der Nutzen einer seman tisc hen Baumstruktur für die T ags läge

in der Möglic hk eit, die T rend-Cluster w esen tlic h exakter durc h V ergleic he zwisc hen den

den Klassen en tsprec henden T eilbäumen zu c harakterisieren.

T ag-In tegration

Die tf-idf -gewic h tete Matrix sei also tags

idf

i;j . Die T ag-In tegration b ezüglic h gegeb ener

Chart-Matrix l j ID j
k ann n un durc h eine einfac he Matrixm ultiplik ation realisiert w er-

den:

tl ID = l j ID j � tags

idf 2 RnW � nT ;

w ob ei

tl ID
i;j =

X

m=1 :::n S

l j ID j
i;m � tags

idf

m;j

der Wic h tigk eit v on T ag t j in W o c he wi en tspric h t. Diese F orm der Gewic h tung k ann auf

b eliebigen Chart-Matrizen v ollzogen w erden. In diesem F all wird sie für jede Matrix l jC i j

v ollzogen, so dass ansc hlieÿend für jeden Cluster eine en tsprec hende Charakterisierung

durc h die T ags v orliegt.

In teressan t ist der Asp ekt, dass die T ag-In tegration in vielen Fällen als Dimensi-

onsreduktion ( fe atur e r e duction ) v erstanden w erden k ann. Die Daten bank b einhaltet
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gegen w ärtig et w a 6.5 Millionen Stüc k e. W enn b eispielsw eise säm tlic he Charts aller Be-

n utzer v erglic hen w erden sollen, ergäb e sic h ein 6-Millionen-dimensional er V ektor pro

Ben utzer und W o c he. Dies stellt eine k aum e�zien t v erarb eitbare Situation dar. Durc h

die sinn v olle Ausw ahl einer Grundmenge v on 600 T ags und der b esc hrieb enen In tegra-

tion, k ann die Dimensionalität um den F aktor 10000 reduziert w erden

1

. Dab ei geh t die

Information üb er die einzelnen Stüc k e v erloren, wird ab er auf sinn v olle W eise in ein

Wissen üb er die Wic h tigk eit m usik alisc her Stile transformiert. Dies ist in vielen Fällen

eine wünsc hensw erte Situation. Angenommen, die Charts zw eier Ben utzer A und B
in W o c he W sollen v erglic hen w erden. A hörte in dieser W o c he n ur The Be atles und

The R ol ling Stones und B n ur The Who und Santana . Die Manhattan-Distanz auf den

Chartv ektoren en tspräc he dann dem Maxim um v on 2, da die Stüc kmengen disjunkt

sind. Nac h der T ransformation ergibt sic h jedo c h ein anderes Bild � die Stile der

Künstler üb erlapp en sic h stark � so tauc hen T ags wie 60s, 70s, alternative, british,

classic r o ck, oldies, p op, psyche delic und r o ck b ei mehreren o der allen vier Künstlern

mit un tersc hiedlic her Stärk e auf. Dies mac h t A und B in einem realistisc heren Sinne

v ergleic h bar.

Der letzte Gedank e führt auc h zu einer F rage b ezüglic h der Reihenfolge der einzel-

nen Sc hritte. So k ann die Gewic h tung durc h die T ags auc h sc hon v or dem Clustering

durc hgeführt w erden. Bei dem b esc hrieb enen Beispiel der Ben utzer w äre dies sogar aus

Kapaziätsgründen die einzige Möglic hk eit. Bei den globalen W o c henc harts b eträgt die

Dimensionalität zw ar n ur 1600, w as ein direktes Clustering ermöglic h t, es wird ab er

auc h der umgek ehrte W eg v ollzogen und die Ergebnisse miteinander v erglic hen.

Lineare Diskriminanzanalyse

Nac h der Matrixm ultiplik ation stehen die Charts also in (ev en tuell stark k omprimierter)

F orm v on V ektoren üb er m usik alisc hen Stilen zur V erfügung. W enn zw ei o der mehr T eil-

mengen der Charts de�niert sind � also in diesem F all die ermittelten T rend-Cluster,

ggf. ab er auc h durc h andere V erfahren generierte T eilmengen � ist die en tsc heidende

F rage, in wiefern sic h diese T eilmengen am b esten v oneinander di�erenzieren lassen.

Zu diesem Zw ec k wird ein nT -dimensionaler Gewic h tsv ektor w durc h Fishers LD A b e-

stimm t, w elc her je zw ei b etrac h tete Chart-T eilmengen am b esten v oneinander trenn t.

Die b etraglic h gröÿten W erte v on w k ennzeic hnen dann die en tsc heidenden T ags, al-

so die m usik alisc hen Stile, durc h w elc he am b esten eine T renn ung der b eiden Klassen

1

Ein en tsprec hendes Exp erimen t wird durc hgeführt, ab er v erm utlic h bis zur F ertigstellung der Arb eit

nic h t abgesc hlossen sein, da für 6 Millionen Stüc k e erst alle T ags extrahiert w erden m üssen. Die

ersten Ergebnisse �nden sic h im Anhang, Absc hnitt B

42



Kapitel 6 Metho dik

möglic h ist. Dab ei ist es wic h tig, zu en tsc heiden, in Bezug auf w elc he Gegenmenge die

T rends ermittelt w erden sollen. Es k ann z.B. gefragt w erden, w elc he T ags generell für

einen Cluster wic h tig sind, d.h. es würde für jedes C i
eine LD A gegen die Restmenge

v ollzogen. Eine w eitere Möglic hk eit � und diese wird hier v erw endet � ist, jeden Clus-

ter l jC i j
v on dem c hronologisc h v orangehenden Cluster l jC i � 1 j

durc h LD A zu separieren

und den en tsprec henden Gewic h tsv ektor w der trennenden Hyp ereb ene als Charakte-

risierung für die wic h tigsten Un tersc hiede in den T ag-Aktivitäten heranzuziehen.

Anfangs wurde diese Un tersc heidung durc h Substraktion der Cluster-Zen troide v oll-

zogen, d.h. es wurde für jeden Cluster C i
zunäc hst der durc hsc hnittlic he Zeilen v ektor

Ĉ i := ( ĉi
1 : : : ĉi

jSj) 2 RnS
b estimm t mit ĉi

m =
P

wj 2 C i

l ID
i;m und ansc hlieÿend mit der T ag-

Matrix m ultipliziert:

^tl C i := ĉi
m � tags

idf

Diese

^tl C i
c harakterisieren den jew eiligen Cluster als b estimm te Stilmisc h ung. Die wic h-

tigsten T ags w erden dann ermittelt als

top

i
m :=

X

j 6= i

^tl C i

m � ^tl C j

m

^tl C i
:

dadurc h ergibt sic h b eispielsw eise der wic h tigste T ag in Cluster C i
als toptag

i = tp :
top

i
p > top

j
p8j 6= i . Diese F orm der Bestimm ung der deutlic hsten T ags ist in tuitiv,

 WLDA

 WDIF

Differential versus LDA approach (artificial example)

rock

po
p

Abbildung 6.2: Illustration zur Üb erlegenheit v on LD A gegen üb er der Subtraktion

der Zen troiden zur Bestimm ung der Un tersc heidungs-relev an ten T ags
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jedo c h ungenauer, als LD A , wie die Illustration in Abb. 6.2 zeigt. Die zw ei Klassen un-

tersc heiden sic h v or allem durc h die un tersc hiedlic h stark e Ausprägung im Merkmal

p op . Jedo c h liegen die Sc h w erpunkte so ungünstig, dass der Di�erenz-Ansatz zu ei-

nem Gewic h tsv ektor führt, w elc her Merkmal r o ck b etraglic h stärk er gewic h tet, als p op .

Durc h das Kriterium v on Fishers LD A (vgl. Absc hnitt 2.6.1 ), �ndet diese Metho de

einen w esen tlic h stärk er auf p op ausgeric h teten Gewic h tsv ektor. Empirisc he V ergleic he

b eider Metho den ergab en, dass die Qualität der Gewic h tung durc h LD A in tuitiv ere

Ergebnisse liefert, b eispielsw eise wurde christmas für die W eihnac h tszeit als wic h tiger

T ag b ew ertet � im Gegensatz zum Di�erenz-Ansatz.

6.2 V erhaltensbasierte Ben utzerklassi�zierung

Um einen Ein blic k in das K onsum-V erhalten einzelner Ben utzer zu erhalten, w erden

mit Hilfe der Chart-Distanz K onsumpro�le für jeden Nutzer und jede W o c he generiert.

Diese w erden geclustert und die Zenroide der en tstandenen Klassen als Basis für einen

Ne ar est Neighb our -Klassi�k ator zur Ben utzerklassi�zierung v erw endet. Im Prognose-

Kapitel wird no c h die Stabilität der Klassenzugehörigk eit üb er die Zeit un tersuc h t, um

ggf. existierende �Dauer-T rendsetter�, �-Charthörer� o der �-Nac hzügler� zu en tdec k en.

Abb. 6.3 zeigt sc hematisc h den Ablauf zur Klassi�zierung der Ben utzer. Zur Erstellung

Database

consumed
Creation of

Consumption-Profiles
for all users

Clustering

                                                           

User-Classification

                

                                 

Knowledge
about 

''Trendsetter'',
''Chart-Listener'', etc.

Abbildung 6.3: Sc hematisc he Darstellung der Ben utzer-Klassi�zierung

der Pro�le wird zunäc hst eine �xe Pivot-W o che w
piv

2 W b etrac h tet. Zu dieser W o c he

w erden die globalen Charts lGEN
piv ;: festgehalten und mit den p ersönlic hen W o c henc harts

des gew ählten Ben utzers uA in den W o c hen v or und nac h der Pivot-W o che v erglic hen.
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Das Pro�l des Ben utzers uA für eine b estimm te Pivot-W o che w
piv

ist dann der V ektor

prof

A
piv

= ( dMAN (lGEN
piv ;: ; lA

piv � �;: ); : : : ; dMAN (lGEN
piv ;: ; lA

piv ;:); : : : ; dMAN (lGEN
piv ;: ; lA

piv + �;: )) ;

w ob ei � 2 N angibt, wie viele W o c hen in Zukunft und V ergangenheit v erglic hen w erden

soll. In dieser Arb eit wurde � = 10 gesetzt, da v erm utet wird, dass ein T rend nic h t viel

mehr als 10 W o c hen brauc h t, um v on einem Geheim tipp zum Mainstr e am zu w erden.

Es existiert also für jeden der 20000 Ben utzer für jede der 115 Pivot-W o chen ein 21-

dimensionales K onsumpro�l.

Es m uss zunäc hst no c h auf eine seman tisc he Unstimmigk eit hingewiesen w erden. Die

globalen W o c henc harts lGEN
und lLF M

en tstehen durc h Sortierung der Stüc k e nac h ih-

ren Hörerzahlen. Die p ersönlic hen W o c henc harts eines einzelnen Ben utzers en tstehen

jedo c h durc h Sortierung der Stüc k e nac h den playc ounts , d.h. die Matrix für die W o-

c henc harts eines einzelnen Ben utzers uA hat eigen tlic h folgende F orm:

lA
i;j :=

(
p; falls 9(u; w; s; p) 2 UC : w = wi ; s = sj

0 sonst

W enn also die p ersönlic hen Charts eines Ben utzers eine geringe Distanz zu den glo-

balen Charts aufw eisen, b edeutet dies, dass die playc ounts dieses Ben utzers stark den

Hörerzahlen der Stüc k e en tsprec hen (relativ, w eil normiert). Dies mac h t b ei einzelnen

Ben utzern auc h durc haus Sinn und en tspric h t der In tuition. Sc h wieriger wird es b ei

der Betrac h tung v on Nutzergrupp en. Deren Charts k önnen aufgrund der akkum ulier-

ten playc ounts gebildet w erden o der ab er durc h Angab e der Hörerzahlen. Um einen

homogenen Üb ergang v on einem einzelnen Nutzer zu einer Grupp e zu ermöglic hen,

sollte daher der playc ount v erw endet w erden. Um jedo c h v on einer Grupp e zu den

globalen Charts üb erzugehen, die Hörerzahlen, denn n ur so summieren sic h die Charts

der Grupp en zu den globalen Charts. Da letztere Eigensc haft der Summierbark eit im

F olgenden erwünsc h t ist, wurden die Hörerzahlen zur Chartbildung v erw endet und die

Chart-V ektoren einzelner Ben utzer binär b etrac h tet:

lA
i;j :=

(
1; falls 9(u; w; s; p) 2 UC : w = wi ; s = sj

0 sonst

Man b eac h te, dass diese V erarb eitung es unmöglic h für einen einzelnen Ben utzer mac h t,

eine Distanz v on 0 zu den globalen Charts zu erreic hen. Der V ollständigk eit halb er

wurde jedo c h auc h der Ansatz für die playc ounts v erfolgt, w ob ei sic h herausstellte,

dass der Un tersc hied p eripher ist (vgl. Absc hnitt 7.2 ).

Aufgrund der groÿen Menge an Pro�len, k onn te k ein direktes Clustering aller Pro-

�le auf einmal durc hgeführt w erden. Stattdessen w erden die Pro�le w o c hen w eise mit
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Hilfe v on K-Me ans in jew eils 16 Cluster gruppiert. Die Zen troide dieser Cluster w erden

üb er alle W o c hen gesammelt, es ergeb en sic h also et w a 1700 Pro�l-Zen troide. Diese

w erden ansc hlieÿend mit W ARD-Linkage in fünf Grupp en un terteilt, v on denen an-

genommen wird, dass sie t ypisc hen K onsum-Pro�len en tsprec hen und sic h somit zur

Klassi�zierung aller Ben utzer eignen. Die eigen tlic he Klassi�zierung gesc hieh t dann mit

der Korr elations-Distanz � dafür wird für jeden Nutzer sein Durc hsc hnittspro�l üb er

alle W o c hen erstellt und der Nutzer der Klasse zugewiesen, zu dessen Pro�l sein Durc h-

sc hnitsspro�l die geringste Korr elations-Distanz b esitzt. Die so en tstandenen Klassen

w erden auf au�fällige Merkmale wie Durc hsc hnittsalter, Gesc hlec h terv erteilung und

Mitgliedsanzahl hin un tersuc h t. Im Prognose-Kapitel �ndet dann eine Prüfung der

Stabilität der Klassenzuordn ung statt. Dazu wird aus einer Klasse ein Repräsen tan t

ausgew ählt und seine Pro�le aller W o c hen jew eils mit den Pro�len aller Klassen v ergli-

c hen. Dab ei ergibt sic h eine Zeitreihe, die die Zugehörigk eit eines Ben utzers zu einem

b estimm ten K onsum t ypus üb er die Zeit b esc hreibt.
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Resultate

In diesem Kapitel wird die Umsetzung der formalen Metho dik b esc hrieb en und die en t-

sprec henden Ergebnisse präsen tiert. Zunäc hst geh t es um die Realisierung des Haupt-

ansatzes, also der Suc he nac h Musik-T rends innerhalb der w ö c hen tlic hen Charts einer

Grundmenge v on Ben utzern. Die Grupp e b esteh t v orerst aus allen Ben utzern, im Ab-

sc hnitt 7.1.4 wird dann eine Un terteilung der Charts in zw ei Grupp en (F rauen und

Männer) v orgenommen. Eine wic h tige Rolle in diesem Kapitel nimm t die T ransforma-

tion durc h die T ags ein, da sie der Sc hlüssel zu sym b olisc hem Wissen in F orm v on

Musik-Stilen üb er die T rend-Cluster darstellt. In Absc hnitt 7.2 w erden dann die K on-

sumpro�le für die Ben utzer nac h der b esc hrieb enen Metho de erstellt und die en tspre-

c hende Klassi�zierung in t ypisc he K onsum-T yp en wie �T rendsetter� und �Charthörer�

durc hgeführt.

7.1 T rends und ihre Auslöser

Die T rends, v on denen in dieser Arb eit die Rede ist, k önnen durc h Angab e eines b e-

stimm ten Zeitraums, w ährenddessen ein o der mehrere Stüc k e (später: m usik alisc he Sti-

le) dominierten, w ährend andere eher un b eliebt w aren, b esc hrieb en w erden. Allerdings

sei darauf hingewiesen, dass der zeitlic he Asp ekt b ei der Suc he nac h T rends auc h v er-

nac hlässigt w erden k ann � so ist es auc h möglic h, zu fragen w as momen tan ( wnow 2 W )

b ei den un ter 20-Jährigen im T rend liegt, im V ergleic h zu den üb er 25-Jährigen. Diese

V erallgemeinerung ist k ompatib el mit dem hier präsen tierten Ansatz und die En tde-

c kung v on T rends in F orm v on zeitlic h zusammengehörigen Phasen als exemplarisc hes

V orgehen zu v erstehen.
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7.1.1 V ormonatsv ergleic h

Zunäc hst soll un tersuc h t w erden, ob diese Phasen üb erhaupt existieren o der ob die

Charts sic h stetig und ohne groÿe Sprünge v on W o c he zu W o c he v erändern. Zu die-

sem Zw ec k und um die v eran t w ortlic hen F aktoren zu b estimmen, wird die gewic h tete

Distanz zwisc hen jeder W o c he wi und den v orangehenden W o c hen wi � 4 : : : wi � 1 wie

in Absc hnitt 6.1.1 b esc hrieb en, b erec hnet. Das Ergebnis zeigt Abb. 7.1 . Die Hyp othese
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Abbildung 7.1: Gewic h tete Distanz der W o c henc harts zum jew eiligen V ormonat. Es

sind deutlic he Sprünge zu erk ennen, die auf das V orhandensein v on T rends hindeuten.

der stetigen V eränderung k ann direkt widerlegt w erden, stattdessen sind sehr stark e

Sc h w ankungen in der Distanz zum V ormonat zu erk ennen. Zwisc hen den Spitzen des

Distanzv erlaufs �nden sic h immer wieder Phasen geringerer V eränderung, w elc he auf

das V orhandensein v on T rends hindeuten. Es wurde auc h der Ein�uss der Gewic h te

� i der V orw o c hen un tersuc h t, w ob ei sic h herausstellte, dass die en tdec kten Sprünge

o�en bar relativ stabil sind. Die Einsc hränkung der Länge der Charts (P arameter k )

hat einen stärk eren Ein�uss auf die en tstehende Zeitreihe, hier wurde k = 400 gew ählt,

ab er auc h für k = 30 tauc hen die deutlic hsten Sprünge wieder auf, w as auc h auf die

Hörerv erteilung zurüc kzuführen ist (vgl. Absc hnitt 8.4 ). Die F rage ist, w as die Auslöser

für die diese Fluktuationen sind. Eine An t w ort bildet die Berec hn ung der elemen t w ei-

sen Di�erenzen zwisc hen den Charts einer gegeb enen W o c he und deren V orw o c hen.

T ab elle 7.2 zeigt die en tsprec henden Stüc k e für W o c he 64. Es ist au�ällig, dass vie-

le Stüc k e v on derselb en Musikgrupp e stammen und in den V orw o c hen oft no c h nic h t

existierten. Auc h für die anderen W o c hen mit groÿen Distanzen zum V ormonat tri�t

diese Beobac h tung zu. Meist drängt innerhalb v on ein o der zw ei W o c hen eine Menge

v on Stüc k en desselb en Künstlers an die Spitze der Charts. Die man uelle Üb erprüfung

b estätigt, dass in den W o c hen 63 und 64 die R e d Hot Chili Pepp ers mit 21 Stüc k en

un ter die T op-30 gew andert sind, in W o c he 40 w aren es System of a down mit zw ölf
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+527.2 Red Hot Chili P epp ers Dani California -46.2 Arctic Monk eys When the Sun Go es Do wn

+450.5 Red Hot Chili P epp ers Stadium Arcadium -43.2 Arctic Monk eys A Certain Romance

+433.7 Red Hot Chili P epp ers Charlie -41.6 Death Cab for Cutie A Lac k of Color

+425.1 Red Hot Chili P epp ers Hump De Bump -37.7 The Arcade Fire W ak e Up

+408.9 Red Hot Chili P epp ers Slo w Cheetah -37.4 Arctic Monk eys Still T ak e Y ou Home

+401.6 Red Hot Chili P epp ers T orture Me -33.6 Death Cab for Cutie Title and Registration

+386 Red Hot Chili P epp ers Strip My Mind -33.1 Death Cab for Cutie Tin y V essels

+385.6 Red Hot Chili P epp ers Esp ecially In Mic higan -31.9 Y eah Y eah Y eahs Gold Lion

+363.3 Red Hot Chili P epp ers Sno w Hey Oh -29.7 The Arcade Fire Neigh b orho o d 231 28T unnels 29

+361.6 Muse Sup ermassiv e Blac k Hole -29.5 Arctic Monk eys Riot V an

Abbildung 7.2: Wic h tige K onsum v eränderungen in W o c he 64

Stüc k en und in W o c he 34 F r anz F er dinand mit 14 Stüc k en. Somit lässt sic h sc hluss-

folgern, dass einer der Gründe für die b eobac h teten Sprünge in dem Ersc heinen neuer

Alb en auf dem Musikmarkt zu suc hen ist. Die Sprünge w erden meist durc h extreme

K onsumzunahme ausgelöst. Wie man am Beispiel sieh t, ist der Anstieg um et w a zehn

mal höher, als die Abnahme � o�en bar �sc hieÿen� die Stüc k e spric h w örtlic h in den

Charts nac h ob en und halten sic h dann mehr o der w eniger lange auf einem b estimm-

ten Niv eau, um dann langsamer v on neu hinzuk ommenden Aufsteigern v erdrängt zu

w erden, d.h. die K onsumabnahme �ndet nic h t blitzartig statt.

7.1.2 Clusteranalyse und Visualisierung

Die bisherigen Ergebnisse liefern Indizien für die Existenz v on T rends � um jedo c h

genauere Aussagen mac hen zu k önnen, sind die Distanzen zum V ormonat nic h t aussage-

kräftig gen ug. Es sollen sc hlieÿlic h die Bezieh ungen säm tlic her W o c henc harts un terein-

ander gefunden w erden, die es erlaub en, Grupp en zu iden ti�zieren und die Theorie der

Nic h t-P erio dizität zu un termauern. Ein erster Sc hritt ist die Visualisierung der gegen-

seitigen Distanzen aller W o c henc harts zueinander, um sic h ein Bild v on der Struktur der

Distanzv erteilung üb er alle W o c henc harts mac hen zu k önnen. Abb. 7.3(a) zeigt das Er-

gebnis. Wie erw artet, sind zeitlic h nahe W o c henc harts ähnlic her (blaue Diagonale) als

w eiter auseinander liegende. Es ist jedo c h deutlic h an den rec h tec kigen bläulic hen Berei-

c hen zu erk ennen, dass diese Eigensc haft Sc h w ankungen un terliegt. O�en bar existieren

� wie dies auc h sc hon der V ormonatsv ergleic h suggerierte � zusammenhängende Blö-

c k e v on W o c henc harts geringer Distanzen zueinander. Diese Un tersuc h ung wurde auc h

mit v ersc hiedensten V orv erarb eitungs-Sc hritten und Distanzmaÿen wiederholt, w ob ei

sic h fast immer eine der Abb. 7.3(a) ähnlic he Struktur ergab und Un tersc hiede v or al-

lem in der Deutlic hk eit und Gran ularität der Un terteilungen b estanden. Es sc hein t

also eine zeitlic he Un terteilung der 115 W o c hen möglic h und sinn v oll zu sein, w ob ei

auc h in teressan t ist, wie stark die chr onolo gische R epr äsentation (vgl. Absc hnitt 8.1 )
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Abbildung 7.3: Erste Analysen auf den globalen Charts

gegeb en ist � die bisherigen Ergebnisse deuten auf einen stark en zeitlic hen Zusam-

menhang hin. Do c h dieser k önn te wie gesagt auc h auf die logarithmisc h abnehmenden

Hörerzahlen zurüc kzuführen sein � es ist auÿerdem denkbar, dass zw ar die Charts in

ihrer bisherigen Repräsen tation als K onsum-V ektoren üb er die Stüc k e diese Eigensc haft

b esitzen, jedo c h die Musik-Stile, w elc he durc h die Stüc k e de�niert w erden, durc haus

Zyklen b einhalten, daher wird in Absc hnitt 7.1.4 ein en tsprec hendes Exp erimen t v oll-

zogen, b ei dem die Gewic h tung durc h die T ags v or dem Clustering und auf binäre Art

und W eise (Hörerzahlen en t w eder 0 o der 1) durc hgeführt wird.

Hierarc hisc hes Clustering durc h W ARD

Die automatisc he Gruppierung der o�en bar zusammengehörigen W o c henc harts wird

mit dem b esc hrieb enen W ARD -V erfahren durc hgeführt, da ein hierarc hisc hes Cluste-

ring einen w esen tlic h deutlic heren Ein blic k in die Struktur der Charts ermöglic h t, als

dies z.B. b ei partitionierenden V erfahren der F all ist. Das Ergebnis als Dendr o gr amm

zeigt Abb. 7.3 . Es ist n un möglic h, sic h anhand des Dendrogramms für eine b estimm te

Anzahl Cluster zu en tsc heiden. Eine deutlic he T renn ung in drei Grupp en w äre z.B.

möglic h. Et w as w eiter un ten lässt sic h die Hierarc hie durc h einen horizon talen Sc hnitt

auc h in et w a sieb en Cluster zerlegen:

Bemerk ensw ert ist, dass die W o c hen-IDs innerhalb der Cluster c hronologisc h zu-

sammenhängend sind. Dies ist einerseits auf die chr onolo gische R epr äsentation zu-

rüc kzuführen und erlaubt andererseits die sc hon angespro c hene In terpretation, dass

Musik-T rends nic h t p erio disc h sind, sondern immer wieder neue T rend-T yp en en tste-

50



Kapitel 7 R esultate

C1 = f w1; : : : ; w11g
C2 = f w12; : : : ; w25g
C3 = f w26; : : : ; w39g
C4 = f w40; : : : ; w62g
C5 = f w64; : : : ; w84g
C6 = f w85; : : : ; w101g
C7 = f w102; : : : ; w111g

Abbildung 7.4: Die W o c hen-Ids der mit W ARD-Linkage ermittelten T rend-Cluster

hen. Selbst das �reviv al� eines Stils un tersc heidet sic h v on dem ursprünglic hen T rend

dadurc h, dass die Musik dann nic h t mehr un b edingt deshalb gehört wird, w eil sie gut

und neu ist, sondern w eil sie sc hon einmal gut w ar.

Diese Eigensc haft hat auc h K onsequenzen für die Klassi�zierung v on T rends. Im

klassisc hen Sinne des maschinel len L ernens wird zur Klassi�zierung zunäc hst auf den

T estdaten z.B. durc h Clustering o der V orwissen eine Menge v on Klassen b estimm t.

Auf dieser Basis wird ansc hlieÿend ein Klassi�kator k onstruiert, w elc her es ermöglic h t,

neue Datensätze in die b ek ann ten Klassen einzuordnen. Dieses V orgehen bietet sic h

hier nic h t an, da ständig neue T rends en tstehen und eine Einordn ung neuer W o c hen-

c harts in b ek ann te Klassen sinnlos w äre. Die einzige Möglic hk eit w äre, zu en tsc hei-

den, ob die neuen Charts zur letzten (jüngsten) Klasse gehören, o der sc hon eine neue

Klasse darstellen. In dieser Arb eit wird eine Klassi�zierung der T rends nic h t in die-

ser F orm durc hgeführt, sondern erfolgt durc h K om bination der T rend-Cluster mit den

Informationen üb er T ags (vgl. Absc hnitt 6.1.3 ). Eine Klassi�zierung der T rends, also

b eispielsw eise die Aussage �T r endcluster A, b estehend aus den W o chen w15 bis w27 ,

ist der Klasse metal zuzuor dnen � bringt einige Sc h wierigk eiten mit sic h. Erstens ist

die Zu w eisung zu einem einzigen Stil nic h t ausreic hend für eine Charakterisierung des

T rends und zw eitens m uss, um v on einem T rend zu sprec hen, auc h immer eine Gegen-

menge existieren. In diesem F all wird als Gegenmenge für jeden Cluster der zeitlic h

da v orliegende Cluster v erw endet � es k önnen jedo c h, wie sc hon angespro c hen, auc h

die globalen Charts als Gegenmenge b etrac h tet w erden ( �W as ist momentan im T r end

im Bezug auf den Gesamtkonsum� ), o der b ei einer nic h t-zeitlic hen Un terteilung, z.B.

in F rauen- und Männer-Charts die jew eilige andere Menge ( �W as ist b ei den F r auen im

T r end im Bezug auf die Männer� ). Die Ergebnisse un tersc heiden sic h, je nac h W ahl der

Gegenmenge, deutlic h. Eine Klassi�zierung der T rends gesc hieh t durc h die in Absc hnitt

2.6.1 erklärte Line ar e Diskriminanzanalyse . Das Ergebnis ist die Information üb er die

Wic h tigk eit v on m usik alisc hen Stilen zur Un tersc heidung des b etrac h teten T rends v on
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der Gegenmenge � insofern handelt es sic h um eine unscharfe Klassi�zierung ( fuzzy

classi�c ation ).

Pro jektion und Visualisierung durc h ESOM und U-Map

Das Ergebnis des W ARD-Linkage -V erfahrens zeigt also das deutlic he V orhandensein

v on T rends im hier v erw endeten Sinne. Um säm tlic he Relationen zwisc hen den W o c hen-

c harts zu erk ennen, wurde sic h für die ESOM mit U-Map -Visualisierung en tsc hieden,

denn die K om bination dieser b eiden V erfahren bietet die Möglic hk eit, auf in tuitiv e Art

und W eise die ho c hdimensionalen Distanzstrukturen in F orm einer dreidimensionalen

Landsc haft darzustellen. Zur genaueren Besc hreibung siehe Absc hnitt 2.5 . Die Abb. 7.5

Abbildung 7.5: Zw ei Jahre w ö c hen tlic he Charts als ESOM-UMap-Island mit W ARD -

Färbung - Un tersc hiede z.B. im Üb ergang v on W o c he 101 zu 102
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zeigt das Ergebnis des T rainings einer toroiden 80� 50- ESOM mit 20 Lernsc hritten un-

ter V erw endung der Manhattan Distanz . Dab ei wurde die Länge der Charts auf k = 50
b esc hränkt, w as sic h in einer Dimensionalität (Stüc k-Anzahl) v on et w a 350 äuÿert. Die

Zahlen repräsen tieren die jew eiligen W o c henc harts und die F arb en zeigen die durc h das

W ARD -V erfahren gefundenen Klassen. Es ist gut zu erk ennen, wie die c hronologisc he

Reihenfolge der Charts durc h einen Pfad durc h die Landsc haft repräsen tiert wird. Da-

b ei sind auc h die T rends als Ansammlungen v on Datenpunkten in Tälern so wie deren

Brüc he durc h trennende Hügel zu erk ennen. An dieser Stelle zeigt sic h auc h eine Stärk e

der ESOM und der U-Map gegen üb er vielen anderen Pro jektions- o der Visualisierungs-

metho den. Die Möglic hk eit, eine Landsc haft mit Tälern und Hügeln zu bilden führt zu

�mehr Platz� auf der Karte, als dies z.B. b ei einer Dimensionsreduzierung durc h mul-

tidimensionale Skalierung auf zw ei Dimensionen der F all ist � Datenpunkte k önnen

(v on ob en b etrac h tet) nahe b eieinander und trotzdem w eit v oneinander en tfern t lie-

gen. Dies ermöglic h t, Strukturen und Strukturbrüc he zu erk ennen, w elc he ansonsten

ev en tuell unen tdec kt blieb en.

Eine Unstimmigk eit zwisc hen W ARD -V erfahren und der trainierten Karte ist an

dem Üb ergang v on W o c he 101 zur W o c he 102 zu erk ennen. Die Karte zeigt an dieser

Stelle k eine erk enn bare T renn ung durc h eine Hügelk ette, das W ARD -V erfahren hin-

gegen sc hon. Um diesen Punkt genauer zu un tersuc hen, wurden die anderen Linkage-

F unktionen , wie single, aver age, c omplete und c entr oid eb enfalls auf die Daten an-

gew endet, w ob ei sic h deutlic he Un tersc hiede zu W ARD herausstellten � k eine der

anderen un tersuc h ten Linkage-F unktionen v ollzieh t diese T renn ung und auc h der V or-

monatsv ergleic h zeigt in diesem Bereic h eine n ur sehr leic h te Erhöh ung der Distanz. Es

ist also nic h t eindeutig klar, ob das W ARD -V erfahren zur Di�erenzierung der Cluster

am b esten geeignet ist o der ggf. andere Metho den angebrac h ter sind.

7.1.3 T ag-In tegration und Charakterisierung v on T rends

Im F olgenden geh t es um die Ergebnisse der T ag-In tegration. Dieses V erfahren ist

nic h t an die v orangehenden Sc hritte des Clustering gebunden, wird hier ab er k onkret

eingesetzt, um die gefundenen T rendcluster, w elc he bis jetzt no c h aus Aktivitätspro�len

üb er die Stüc k e b estehen, in en tsprec hende Pro�le üb er die T ags zu transformieren und

somit eine Charakterisierung durc h die wic h tigen m usik alisc hen Stile zu ermöglic hen.

Allgemein wird da v on ausgegangen, dass an diesem Punkt v ersc hiedene Mengen v on

Charts zur V erfügung stehen (in diesem F all die T rend-Cluster), w elc he transformiert

und durc h die line ar e Diskriminanzanalyse gegeneinander abgegrenzt w erden sollen.

Für die ermittelten Cluster w erden so die zur Diskriminierung jew eils dominan testen
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und repressivsten T ags ermittelt und sollen zusammen als Charakterisierung für den

Cluster aufgefasst w erden, wie die Abb. 7.6 zeigt (Klassen c hronologisc h sortiert). Es

b estätigt sic h hier wieder die Nic h t-P erio dizität der T rends. Dominieren in der Zeit v on

C2
no c h Stile wie punk und metal , so ändert sic h diese härtere Gangart in C3

zu w ei-

c heren Stilen wie indie r o ck . In teressan t ist, dass o�en bar aus punk plötzlic h p ost-punk

und aus metal nu metal wird. indie o der indie r o ck sind grundsätzlic h sehr b eliebt �

in C4
�ndet ab ermals eine V erstärkung v on indie r o ck gegen üb er C3

statt. Eine w eitere

in teressan te Erk enn tnis ist, dass in C4
der tag christmas auf Platz fünf der dominie-

renden T ags ist. Eine passende Charakterisierung, da in W o c he 41 W eihnac h ten 2005

w ar. Erw artungsgemäÿ tauc h t dieser T ag auc h in C6
auf � also um die W eihnac h tszeit

2006. Dies ist jedo c h nic h t selbstv erständlic h � eigen tlic h ist christmas ein äuÿerst

selten v erw endeter T ag, b esonders im V ergleic h zu r o ck, indie, p op und vielen w eiteren

w esen tlic h häu�ger zugewiesenen Stilen. Das Auftauc hen dieses T ags ist der K om bi-

nation aus tf-idf und der LD A zu v erdank en � dasselb e Exp erimen t, allerdings mit

dem Di�erenz-Ansatz zur T ag-Bestimm ung liefert zw ar auf den ob ersten Plätzen n ur

geringfügig andere Ergebnisse, ab er christmas hat o�en bar eine zu geringe V arianz, um

dort aufzutauc hen. Diese Erk enn tnis wird als Bestätigung des Ansatzes aufgefasst.
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C 2
:

+0.74715 punk -0.80858 alternativ e ro c k

+0.63575 metal -0.77139 indie

+0.58408 funk -0.70038 classic ro c k

+0.57544 britp op -0.69549 electronic

+0.52654 alternativ e metal -0.64287 Progressiv e ro c k

+0.47684 industrial -0.56016 british

+0.37357 punk ro c k -0.47013 Stoner Ro c k

+0.34514 p olitical -0.46848 hard ro c k

+0.26611 Gothic -0.42487 exp erimen tal

+0.24039 emo -0.42185 90s

C 3
:

+1.3392 indie ro c k -0.95768 singer-songwriter

+1.2519 p ost-punk -0.87275 folk

+1.107 Nu Metal -0.85783 alternativ e ro c k

+0.62202 p op punk -0.83031 p op

+0.59335 britp op -0.76901 electronic

+0.52837 british -0.74061 ro c k

+0.51564 hip hop -0.63879 electronica

+0.48543 metalcore -0.47487 am bien t

+0.39382 classic ro c k -0.4165 new w a v e

+0.34366 punk -0.40504 coun try

C 4
:

+1.744 indie ro c k -1.8164 ro c k

+1.3109 metal -1.6581 Progressiv e ro c k

+1.0453 Garage Ro c k -1.4357 industrial

+0.99022 alternativ e metal -1.0673 folk

+0.93071 c hristmas -0.88989 Hip-Hop

+0.90105 80s -0.85664 alternativ e ro c k

+0.79384 acoustic -0.81533 indie

+0.75487 garage -0.807 britp op

+0.73069 happ y -0.76673 classic ro c k

+0.6914 Progressiv e -0.70131 emo

C 5
:

+1.8843 funk -1.4535 industrial

+1.5956 alternativ e ro c k -1.2553 90s

+1.1624 punk ro c k -1.1717 p op punk

+1.015 F unk Ro c k -1.1691 folk

+0.8905 Gothic -1.0622 acoustic

+0.77753 Gothic Ro c k -0.96992 hip hop

+0.63279 Ballad -0.92196 metal

+0.54587 exp erimen tal -0.90976 Grunge

+0.51782 soul -0.84538 c hill

+0.47087 Nu Metal -0.72793 emo

C 6
:

+1.304 indie ro c k -1.031 british

+0.99117 ro c k -0.85171 Hip-Hop

+0.94244 indie p op -0.74134 funk

+0.93052 new w a v e -0.65172 p op punk

+0.66837 p op -0.54091 indie

+0.63339 singer-songwriter -0.51289 Garage Ro c k

+0.57804 p op ro c k -0.37892 thrash metal

+0.57373 c hristmas -0.37092 folk

+0.51937 syn th -0.30542 F unk Ro c k

+0.40724 Lo v e -0.29281 garage

C 7
:

+1.0523 Alternativ e P opRo c k -0.96983 ro c k

+0.88985 Punk-P op -0.56566 metal

+0.88831 p op punk -0.55459 german

+0.86566 emo -0.54439 punk ro c k

+0.57379 alternativ e ro c k -0.52117 Mello w

+0.51803 female v o calists -0.41012 industrial metal

+0.4788 p op ro c k -0.39428 dance

+0.42267 indie ro c k -0.356 hip hop

+0.35411 alternativ e metal -0.35207 hea vy metal

+0.30851 Progressiv e ro c k -0.3421 Stoner Ro c k

Abbildung 7.6: Dominan te und repressiv e T ags zur Diskriminierung v om jew eils c hro-

nologisc h v orhergehenden Cluster. christmas wird durc h die K om bination aus tf-idf

und LD A für die W eihnac h tszeit der Jahre 2005 und 2006 (trotz seltener V erw en-

dung) k orrekt als wic h tig eingestuft
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Abbildung 7.7: Zeitreihen ausgew ählter T ags. Deutlic h erk enn bar sind die Sprünge

b estimm ter T ag-Expressionen an den Cluster-Grenzen
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Um die Wic h tigk eit der gefundenen T ags zu v eri�zieren, w erden ihre Zeitreihen

üb er den gesam ten V erlauf der zw ei Jahre dargestellt, also für T ag t i der V ektor tl GEN
:;i .

Abb. 7.7 zeigt diese Zeitreihen für einige wic h tige T ags. Die v ertik alen Linien deuten die

Clustergrenzen an. Es ist rein visuell zu erk ennen, dass viele Sprünge der T ags tatsäc h-

lic h an den Clustergrenzen zu �nden sind � eine w eitere Bestätigung des V erfahrens.

Man b etrac h te b eispielsw eise den V erlauf für indie r o ck � die zw ei deutlic hsten Spit-

zen existieren zwisc hen W o c he 20 und W o c he 40 und b estätigen somit die zw eifac he

T op-P osition dieses T ags in den Clustern C3
und C4

. Extrem deutlic he Sprünge an den

Clustergrenzen zeigen auc h die T ags alternative metal, pr o gr essive und funk .

7.1.4 Generalisierbark eit

Es wurde sc hon angespro c hen, dass es durc haus möglic h ist, dass der W eg, zuerst

die Chart-V ektoren zu clustern bzw. mit der ESOM zu pro jezieren und ansc hlieÿend

die In tegration der T ags auf den Charts der en tstandenen Cluster durc hzuführen auc h

umk ehrbar ist. Hier wird genau dies gemac h t, es wurde eine binäre V ersion der V ektoren

Abbildung 7.8: U-Map der mit den T ag-transformierten V ektoren trainierten ESOM
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b etrac h tet, d.h.

lBIN
i;j =

(
1; falls

50
1 lGEN

i;j > 0

0 sonst

;

um zu v erhindern, dass die hohen Chartp ositionen durc h die logarithmisc he Hörerv er-

teilung zu stark en Ein�uss auf die Distanzbildung hab en. Dann w erden die T ags, wie in

Absc hnitt 6.1.3 b esc hrieb en, an die Charts m ultipliziert. Die resultierenden V ektoren

w erden dann wie v orher mit dem hierarc hisc hen W ARD-Linkage geclustert und mit

Hilfe des U-Map -V erfahrens visualisiert. Es w erden auc h n ur die T op-50 b etrac h tet,

da diese als c harakteristisc he Repräsen tation einer W o c he gelten k önnen � die binäre

Betrac h tung der T op-400 bräc h te zu viele eigen tlic h irrellev an te Sc h w ankungen herv or.

Abb. 7.1.4 zeigt das Ergebnis. Die Cluster sind no c h immer c hronologisc h zusammen-

hängend und bilden wie v orher einen Pfad durc h die U-Map -Landsc haft, w elc her zw ar

nic h t mehr ganz so stabil v erläuft und ein paar Ausreiÿer en thält, ab er die Clustergren-

zen sind fast die selb en wie v orher. Wic h tige Um brüc he wie in W o c he 64 sind eb enfalls

no c h deutlic h erk enn bar. Dieses Ergebnis wird als Bestätigung des V erfahrens aufge-

fasst und un termauert die Stabilität und Angebrac h theit des gesam ten Ansatzes.

Die b etrac h teten Charts w aren bisher die globalen Charts, d.h. diejenigen, die durc h

Beobac h tung des K onsums üb er säm tlic he Ben utzer en tstehen, jedo c h wurde sc hon er-

w ähn t, dass das gesam te V erfahren für v ersc hiedenste T yp en v on Charts angew andt

w erden k ann. Es ist z.B. möglic h, n ur einen einzelnen Ben utzer zu b etrac h ten, dessen

p ersönlic he Charts für jede W o c he zu b estimmen (aufgrund des playc ount ) und T rends

zu en tdec k en, die n ur für diesen Ben utzer gelten. Eb enfalls k ann man eine b estimm-

te Grupp e v on Ben utzern w ählen (z.B. aufgrund des Gesc hlec h ts o der Alters) und

das V erfahren auf deren Charts anzu w enden. Ein solc hes Exp erimen t wurde auc h hier

durc hgeführt. Es wurden die Charts der F rauen und der Männer üb er den gesam ten

Zeitraum generiert, w o durc h es z.B. möglic h ist, zu erk ennen, ob Männer und F rauen

un tersc hiedlic he T rends de�nieren.

Die Abb. 7.9 zeigt die U-Map der trainierten Karte � allerdings wurde diesmal die

umgek ehrte Reihenfolge in den Sc hritten gew ählt, d.h. zuerst wurden die Charts mit

den T ags gewic h tet und erst danac h ein Clustering mit W ARD , bzw. das T raining der

ESOM v orgenommen. Wie man deutlic h an der mittleren Hügelk ette erk enn t, un ter-

sc heiden sic h die m usik alisc hen Stile zwisc hen Männern und F rauen stark. W eiterhin

sc hein t ein gröÿerer Un tersc hied zwisc hen W A TD und ESOM v orzuliegen, wie man

deutlic h b ei den F rauen an dem Sprung der 80er-W o c hen in die 90er-W o c hen erk en-

nen k ann. Es k ann n un b eispielsw eise die F rage gestellt w erden, wie sic h die Charts

der Männer v on denen der F rauen hinsic h tlic h der m usik alisc hen Stile w ährend eines
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Abbildung 7.9: ESOM-Island der Charts der Männer und F rauen

b estimm ten Zeitin terv als v oneinander un tersc heiden. Dazu wird ein Zeitraum gew ählt,

hier w64 bis w74 und die en tsprec henden Mengen wieder mit Hilfe v on Fishers LD A v on-

einander di�erenziert. Die stärksten Ausprägungen des en tstandenen Gewic h tsv ektors

zeigt Abb. 7.10 .

Betrac h tet man die T op-T ags, also emo b ei den F rauen und psyche d lic b ei den Män-

nern, so ist dies nic h t so zu in terpretieren, dass F rauen v orwiegend emo und Männer

psyche delic hören, sondern so, dass eine Un tersc heidung zwisc hen Männern und F rauen

im Zeitraum v on W o c he w64 bis w74 am b esten durc h diese b eiden T ags möglic h ist. Ei-

ne man uelle Üb erprüfung dieses Ergebnisses zeigt, dass in dieser Zeit b ei den Männern

die R e d Hot Chili Pepp ers , Muse und R adiohe ad mit Stüc k en in den T op-20 w aren, w el-

c he häu�g mit dem T ag psyche delic v ersehen w aren, w ährend b ei den F rauen Künstler

wie The Postal Servic e und Panic! A t The Disc o dominierten, w elc he häu�g mit dem

T ag emo v ersehen wurden. Eine in teressan te (hier jedo c h nic h t durc hgeführte) An w en-

dung der so erstellten Gewic h te b estünde darin, sie zur Klassi�zierung der Ben utzer zu

v erw enden, w elc he ihr Gesc hlec h t nic h t angegeb en hab en. Dazu würde für jede W o c he

ein en tsprec hender Stil-V ektor für die F rauen und die Männer erstellt und ansc hlieÿend

dasselb e für die Ben utzer, deren Gesc hlec h t un b ek ann t ist durc hführen. Danac h würde
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-2.8064 emo +4.2675 psyc hedelic

-2.304 exp erimen tal +2.6823 relaxing

-1.3032 Mello w +2.6778 part y

-0.93008 industrial +2.3563 90s alternativ e

-0.92923 lo v e songs +2.3053 male v o calist

-0.92397 indie +2.1129 Exp erimen tal Ro c k

-0.8039 Lo v e +1.7685 new w a v e reviv al

-0.79352 screamo +1.6934 Retro

-0.76529 c hill +1.6147 c hill m usic

-0.61648 hard ro c k +1.6091 syn th p op

Abbildung 7.10: Dominan te und repressiv e T ags zur T renn ung der Stilpro�le v on

F rauen (links) und Männern (rec h ts) in den W o c hen w64 bis w74

für jeden Ben utzer eine Zeitreihe üb er seine Distanz zu den b eiden Klassen erstellt.

Wie sc hon angespro c hen, en tspric h t die In tegration der T ags in vielen Fällen einer

Dimensionsreduktion. Dab ei wird die äuÿerst dünn b esetzte 6-Millionen-dimensional e

Matrix in eine viel dic h ter b esetzte Matrix geringerer Dimensionalität transformiert. So

k önnen säm tlic he Charts aller Ben utzer umgew andelt und gewissermaÿen k omprimiert

w erden. Diese Erk enn tnis hat sic h erst gegen Ende der Arb eit herausgestellt, so dass

die w eiteren Möglic hk eiten no c h nic h t un tersuc h t w erden k onn ten. Ein erster Ansatz

ist eb endiese Stil-Pro�l-Erstellung für alle Ben utzer, w elc he sc hon initialisiert wurde,

jedo c h sc hätzungsw eise no c h ca. vier W o c hen bis zur F ertigstellung arb eiten wird, um

alle Ben utzer zu c harakterisieren. Die ersten Ergebnissse sind im Anhang B zu sehen.

Die bisher gefundenen T rends in F orm v on Mengen v on W o c henc harts lassen sic h auf

dieselb e Art und W eise rekursiv un tersuc hen, um ev en tuelle Un tertrends zu en tdec k en.

Abb. 7.11 zeigt die U-Map und das Dendr o gr amm für den Cluster C5
� Man sieh t,

dass dieses V orgehen o�en bar eb enfalls sinn v oll ist und gewisse F ormen v on Un ter-

trends exisitieren � w enn auc h in sc h w äc herer F orm, wie man daran erk enn t, dass die

Bestmatches der ESOM relativ gleic hmäÿig abgebildet w erden. Denno c h legt das Den-

dr o gr amm eine erneute Ein teilung in drei o der vier Un terklassen nahe, w elc he wieder

durc h Färbung angezeigt w erden. Der gesam te Ansatz ist also b ewusst allgemein gehal-

ten, um v ersc hiedenste F ragestellungen b ean t w orten zu k önnen, die hier aufgeführten

Beispiele demonstrieren n ur einige w enige Möglic hk eiten.
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Abbildung 7.11: Un tertrends

7.1.5 F azit

Die v orangehenden Absc hnitte hab en deutlic h gezeigt, dass eine sinn v olle De�nition

und En tdec kung v on T rends möglic h ist. Die Ausw ahl, Repräsen tation und Normierung

der Daten so wie die V erw endung der Manhattan- Distanz ermöglic hen tiefgehende Ana-

lysen und Visualisierungen. Dab ei stellten sic h der V ormonatsv ergleic h, das Clustering

durc h W ARD-Linkage und die Pro jektion durc h ESOM , so wie deren Visualisierung

durc h U-Map und Island als mäc h tige W erkzeuge zur Un tersuc h ung der Strukturen

heraus. Auc h die K om bination der Stüc k-Informationen mit den T ags bietet eine groÿe

Anzahl v on Einsatzmöglic hk eiten, w ob ei die Betrac h tung des Gewic h tsv ektors der LD A

eine für Mensc hen v erständlic he Charakterisierung v on T rends erlaubt.

7.2 F rüherk enner, Charthörer und Andere

In diesem Absc hnitt soll es um die F rage gehen, ob sic h v ersc hiedene Ben utzert yp en

bzgl. des K onsum v erhaltens erk ennen lassen. Die Idee ist, Nutzungspro�le in F orm

v on strukturgleic hen V ektoren für jeden Nutzer zu erstellen, w elc he Auskunft geb en

üb er das K onsum v erhalten zu einer b estimm ten Zeit. Diese Pro�le sollen Aufsc hluss

darüb er geb en, ob ein Nutzer � grob gespro c hen � sc hon heute die Musik v on morgen

hört o der näc hsten Monat erst auf die jetzt aktuellen Charts aufmerksam wird o der

v on den globalen Charts im Allgemeinen w enig tangiert wird. Die Pro�le m üssen eine

einheitlic he F orm aufw eisen, um sie mit Metho den des Data Mining w eiterv erarb eiten

zu k önnen. Abb. 7.12(a) zeigt das Pro�l eines zufällig ausgew ählten Ben utzers für die

Pivot-W o che w
piv

= w64 . Dieser Nutzer zeigt ein sehr erw artungsgemäÿes V erhalten:
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(b) Durc hsc hnittlic hes Ben utzerpro�l üb er al-

le W o c hen. Kaum Un tersc hied zwisc hen Binär-

und Playc ount -V ersion

Abbildung 7.12: Ben utzerpro�le

Zunäc hst ist die Distanz zur W o c he 64 groÿ, sc h w ankt dann et w as, um ab einem Monat

v or der Piv ot w o c he rapide abzusink en und sein Minim um in W o c he 64 zu erreic hen.

Danac h steigt die Distanz wieder � ein t ypisc her �Charthörer� (zumindest für W o c he

64).

Es k önnen auc h Durc hsc hnittspro�le b erec hnet w erden, um z.B. eine Einsc hätzung

eines o der aller Ben utzer üb er den gesam ten Zeitraum zu erhalten. Das durc hsc hnitt-

lic he Ben utzerpro�l üb er alle W o c hen und Ben utzer zeigt Abb. 7.12(b) . O�en bar sinkt

die durc hsc hnittlic he Distanz zwisc hen den p ersönlic hen Charts der Ben utzer üb er die

W o c hen w
piv � � : : : w

piv + � zu den globalen Charts der W o c he w
piv

k on tin uierlic h ab. Das

Pro�l lässt sic h in zw ei T eile ( A = prof

AV G
1:::11 und B = prof AV G

11:::21 ) mit jew eils linearem Ab-

fall un tersc hiedlic her Steigung zerlegen. Eine erste Erk enn tnis ist, dass die En tsteh ung

der Charts (T eil A ) sc hneller statt�ndet, als der �Nac hhörprozess� (T eil B ). Die stetige

V erringerung der durc hsc hnittlic hen Distanz ist darauf zurüc kzuführen, dass zunäc hst

w enige Ben utzer die (zukünftige) Musik v on W o c he 64 hören und nac h und nac h immer

mehr hinzuk ommen, so dass selbst zehn W o c hen nac h der W o c he 64 die Durc hsc hnitts-

Distanz no c h abnimm t. In der playc ount -V ersion ist die Distanz im Durc hsc hnitt gröÿer

als in der binär -V ersion, w eil das häu�ge Hören eines Stüc ks, das nic h t b esonders p o-

pulär ist (nic h t in globalen T op-10), die Distanz im ersten F all stark v ergröÿern k ann

� im zw eiten F all führt dasselb e Szenario zur �Gleic hmac h ung� der playc ounts auf 1

� die Distanzv ergröÿerung durc h K onsum des unp opulären Stüc k ist somit w esen tlic h

geringer. W eiterhin fällt direkt die hohe K orrelation zwisc hen playc ount- und binär -
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V ersion auf, w as darauf zurüc kzuführen ist, dass die w eit meisten Stüc k e n ur einmal

pro W o c he gehört w erden.

7.2.1 T ypisc hes K onsum v erhalten

Einzelne Nutzungspro�le sind in teressan t und eine Implemen tierung als In ternetsei-

te auf der jeder Nutzer sein eigenes o der fremde Pro�le b etrac h ten k ann, k önn te auf

Nac hfrage b ei der L ast.fm -Gemeinde stoÿen. V on gröÿerem In teresse ist jedo c h die Er-

mittlung t ypisc her Pro�le und die Un terteilung der Nutzer in en tsprec hende Grupp en.

Zu diesem Zw ec k w erden die Nutzungspro�le geclustert. Wir b etrac h ten zunäc hst eine

�xe Piv ot w o c he ( w
piv

= w64 ). Für diese W o c he existieren üb er 14000 Nutzerpro�le (die

restlic hen Nutzer hab e in diesem Zeitraum für jedes � eine Distanz v on 2 zu den Pi-

v otc harts). Um diese zu clustern, ist es wiederum nötig, ein Distanzmaÿ zu de�nieren.

Eine Normierung der Pro�le soll nic h t v ollzogen w erden, da die tatsäc hlic hen Distanzen

ggf. no c h v on In teresse sein k önn ten. Die En tsc heidung �el auf die Korr elationsdistanz

(vgl. Absc hnitt 2.2.2 ), w elc he das gemeinsame Steigen und F allen der Pro�le als Ähn-

lic hk eit w ertet, unabhängig v on den absoluten W erten ist und häu�g zum V ergleic h

v on Zeitreihen angew endet wird.

Es soll n un eine Gruppierung in v ersc hiedene Pro�lt yp en v orgenommen w erden,

um eine Basis zur Ben utzerklassi�zierung zu sc ha�en. Die An w endung des hierarc hi-

sc hen W ARD-Linkage -V erfahrens k onn te aus Kapazitätsgründen bisher nic h t erfolg-

reic h durc hgeführt w erden � der Sp eic herv erbrauc h ist zu groÿ. Es m usste also auf

ein w eniger k omplexes V erfahren ausgewic hen w erden, daher �el die En tsc heidung auf

K-Me ans (vgl. Absc hnitt 2.4.1 ), w elc hes auf die Ben utzerpro�le einer festen Piv ot w o-

c he angew endet wird. Abb. 7.13(a) zeigt das Ergebnis eines K-Me ans -Clusterings mit

k = 16 . Diese Anzahl v on Klassen wurde nic h t v eri�ziert � Das V erfahren dien t als

�K ompression� der Ben utzerpro�le einer W o c he, um ansc hlieÿend mit W ARD-Linkage

clustern zu k önnen. Eine andere W ahl für k k önn te b essere Ergebnisse erzielen. Die

en tstandenen Zen troide und Clustergröÿen w eisen auf eine relativ homogene Distanz-

Struktur der Pro�le hin. Bei genauerem Hinsehen fällt auf, dass jeder Cluster einen

Punkt geringer Distanz aufw eist, v on dem aus in Ric h tung V ergangenheit und Zukunft

die Distanz jew eils steigt. Der Un tersc hied ist die P osition dieses Minim ums. Es liegt

daher nahe, die Zen troide der Cluster nac h dem Auftreten des jew eiligen Minim ums zu

sortieren. Abb. 7.13(b) zeigt das Ergebnis. Durc h diese Visualisierung wird eine wic h tige

Erk enn tnis b ezüglic h der Dynamik v on T rends ermöglic h t: Es sc hein t, als zieh t sic h der

T rend durc h die Ben utzergemeinde in einer w ellenförmigen Art und W eise. Bestimm te

Ben utzer lösen den T rend aus, andere greifen ihn auf w ährend erstere sc hon wieder
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Abbildung 7.13: Ergebnisse des K-Me ans -Clustering für W o c he 64

et w as anderes hören und so fort. Das b esc hrieb ene V erfahren wird n un für jede W o c he
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Abbildung 7.14: Dendrogramm der globalen Ben utzerpro�le

angew endet ( w
piv

= w8w 2 W ). und die en tstehenden Zen troide gesammelt und erneut

� diesmal mit W ARD � geclustert. Abb. 7.14 zeigt das resultierende Dendr o gr amm .

Es sc hein t möglic h, et w a fünf Cluster zu isolieren � die en tsprec henden Zen troide sind

in Abb. 7.15 zu sehen und w erden � v on links nac h rec h ts � als �T rendsetter�, �F rüher-

k enner�, �Charthörer�, �Aufspringer�, und �Nac hzügler� b enann t. Mit Hilfe dieser Zen-

troide w erden säm tlic he Ben utzer nac h ihrem Durc hsc hnittspro�l un ter V erw endung

der Korr elations-Distanz nac h dem Ne ar est-Neighb our -Prinzip (Zuordn ung der Ben ut-

zer zu der Klasse, zu dem ihre Distanz am geringsten ist) klassi�ziert. Die Abb. 7.16

zeigt das Ergebnis. Erw artungsgemäÿ ist der Groÿteil der Ben utzer als �Charthörer�

und �Aufspringer� einzustufen. �T rendsetter� und �F rüherk enner� mac hen gut 5% der

Ben utzer aus.
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Abbildung 7.15: Un terteilung in die fünf K onsumklassen, v on links nac h rec h ts b e-

nann t als �T rendsetter�, �F rüherk enner�, �Charthörer�, �Aufspringer�, und �Nac hzüg-

ler�.
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Charthoerer
35%

Nachzuegler
2%

Trendsetter
 < 1%

Frueherkenner
5%

Abbildung 7.16: Klassi�k ation der Ben utzer in fünf K onsum-T yp en � �T rendsetter�

und �F rüherk enner� mac hen gut 5% der Ben utzer aus.

Die T ab elle in Abb. 7.17 zeigt v ersc hiedene Eigensc haften der Ben utzer, w elc he dem

jew eiligen K onsum-T yp zugeordnet wurden. Das Alter der �T rendsetter� und �F rüher-

k enner� liegt im Sc hnitt et w as höher als das der restlic hen T yp en und ihr playc ount

eb enfalls, jedo c h ist ihre durc hsc hnittlic he Distanz zu den Charts generell höher �

ansc heinend handelt es sic h um sehr aktiv e Ben utzer, w elc he zw ar viele Stüc k e k onsu-

mieren, w elc he später in den Charts auftauc hen, jedo c h insgesam t auc h viele Stüc k e,

die es nic h t in die Charts sc ha�en. Die Klasse der �Charthörer� w eist die geringste

Durc hsc hnittsdistanz zu den Charts und die meisten sozialen V erbindungen in F orm

v on F reundsc haften auf. Eine Un tersc heidung der Gesc hlec h ter sc hein t nic h t angebrac h t

� 60% der F rauen w erden der Klasse der �Aufspringer� zugeordnet � b ei den Män-
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nern sind dies mit 56% n ur marginal w eniger. Es k ann n un üb erprüft w erden, ob die

Class Age Pla ycoun t F riends % of Men % of W omen Mean Distance

T rendsetter 20.2245 18229.8816 0.34211 0.27693 0.30401 1.9948

F rüherk enner 21.4896 21894.5687 0.56688 5.0027 3.9521 1.9877

Charthörer 20.2798 21544.5256 0.66034 36.6893 33.8877 1.9836

Aufspringer 19.4666 17094.6068 0.60501 56.3427 60.4971 1.9888

Nac hzügler 20.9079 16991.5464 0.35013 1.6884 1.3591 1.991

Abbildung 7.17: Eigensc haften der Clustermitglieder

Klassenzuordn ung sinn v oll ist. Dazu wird aus jeder Klasse jew eils ein Repräsen tan t

ausgew ählt und eine Visualisierung wie in Abb. 7.18 erzeugt. Es wird zuerst üb erprüft,

w elc he Stüc k e, die irgendw ann einmal in den T op-5 w aren, dieser Nutzer jemals gehört

hat. Dann wird eine sortierte Darstellung üb er die Di�erenz zwisc hen der W o c he, in der

der Nutzer ein solc hes Stüc k zum ersten Mal gehört hat zu der W o c he, in der das Stüc k

zum ersten Mal in die T op-5 gelangte, erzeugt. Durc h diese T ec hnik ist es möglic h, ein-

zelne Nutzer zu inden ti�zieren, die b estimm te Stüc k e sc hon im V oraus gehört hab en.

Die Gra�k zeigt deutlic h den Erfolg der Metho de: Der Repräsen tan t aus der Klasse der

�T rendsetter� ( P1
) hat insgesam t 16 + 3 = 19 T op-5-Stüc k e gehört, die meisten da v on

sc hon zwisc hen 10 und 20 W o c hen v or dessen Ein tritt in die T op-5. Auc h der repräsen-

tativ e �Charthörer� ( P3
) zeigt ein erw artungsgemäÿes Bild: viele der T op-5-Stüc k e hat

er genau w ährend ihrer P opularitätsphase gehört. Die anderen Repräsen tan ten zeigen

eb enfalls ein ihrem K onsum-T yp en tsprec hendes V erhalten, so dass das grundsätzlic he

V orgehen zur Klassi�zierung der Ben utzer in K onsum t yp en als erfolgreic h angesehen

w erden k ann.

7.2.2 F azit

Die Erstellung der K onsumpro�le für alle Ben utzer ermöglic h t eine Charakterisierung

ihres V erhaltens bzgl. der globalen Charts einer gegeb enen W o c he und eine Klassi�-

zierung in die T yp en �T rendsetter�, �F rüherk enner�, �Charthörer�, �Aufspringer�, und

�Nac hzügler�. Dies ist aus Sic h t der Betreib er v on Medien-orien tierten W ebseiten wie

L ast.fm eine in teressan te Möglic hk eit, um Zielgrupp en für b estimm te Pro dukte zu er-

mitteln und k ann auc h für die Ben utzer selbst in teressan t sein, um ihr eigenes V erhalten

b esser einsc hätzen zu k önnen. Ein w eiterer Sc hritt k önn te in der Suc he nac h Ben utzer-

Grupp en b estehen, w elc he zusammengenommen als �T rendsetter-Grupp e� aufgefasst

w erden k önnen. Un ter Umständen w äre die Distanz der Charts solc her Grupp en zu

den globalen Charts geringer als b ei einzelnen Ben utzern, w o durc h diese Grupp en eine

zuv erlässige Prognose v on T rends ermöglic hen würden.

66



Kapitel 7 R esultate

0 5 10 15 20
-20

0

20

40

60

80

100

120
representant user of P1 (pre=16 now=0 post=3)

topsongs

pr
ec

og
ni

tio
n

0 10 20 30 40 50
-80

-60

-40

-20

0

20

40
representant user of P2 (pre=31 now=13 post=11)

topsongs

pr
ec

og
ni

tio
n

0 10 20 30 40
-40

-20

0

20

40

60

80

100
representant user of P3 (pre=8 now=13 post=18)

topsongs

pr
ec

og
ni

tio
n

0 10 20 30
-80

-60

-40

-20

0

20
representant user of P4 (pre=1 now=0 post=35)

topsongs

pr
ec

og
ni

tio
n

1 2 3 4 5 6 7 8 9
-40

-30

-20

-10

0
representant user of P5 (pre=0 now=1 post=8)

topsongs

pr
ec

og
ni

tio
n

Abbildung 7.18: Repräsen tan ten jeder Klasse und ihr K onsum v on T op-5-Stüc k en �

Sortierte Darstellung üb er die Di�erenz zwisc hen der W o c he, in der der Nutzer ein

T op5-Stüc k zum ersten Mal gehört hat zu der W o c he, in der das Stüc k zum ersten

Mal in die T op-5 gelangte. Das erw artungsgemäÿe V erhalten der K onsum-T yp en

zeigt den Erfolg der Ben utzerklassi�zierung
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V alidierung

In diesem Kapitel w erden einige der v erw endeten V erfahren, wie die Extraktion der

Daten, Distanzmaÿ und Normalisierung, so wie die Anzahl der T rend-Cluster genauer

analysiert und auf ihre Plausibilität hin un tersuc h t.

8.1 Distanzmaÿ

Der Grund für eine V orv erarb eitung der Hörerzahlen b esteh t v or Allem darin, dass die

L ast.fm -Gemeinde jeden T ag w äc hst, w as zu ständig steigenden absoluten Hörerzah-

len führt. W enn also die Hörerzahlen eines einzigen Stüc k es si als Zeitreihe b etrac h tet

w erden ( lGEN
:;i ), lassen sic h daraus k eine Rüc ksc hlüsse auf die Wic h tigk eit des Stüc ks zu

einem gegeb enen Zeitpunkt ziehen. Eine Normalisierung der Zeilen auf die Einheitss-

umme wie im v origen Kapitel b esc hrieb en, bringt den gewünsc h ten E�ekt, wie Abb. 8.1

v erdeutlic h t. Diese F orm der Normalisierung führt dazu, dass die P opularität eines

Stüc ks durc h seinen prozen tualen An teil am Gesam tk onsum zum gegeb enen Zeitpunkt

angegeb en wird, anstatt durc h absolute Angab e der Hörerzahlen.

Um die Eign ung eines b estimm ten Distanzmaÿes im Data Mining zu un tersuc hen,

ist es wic h tig, die Anforderungen deutlic h zu form ulieren. Die Nähe o der En tfern ung

zw eier Datenpunkte (in diesem F all Charts), w elc he durc h das Distanzmaÿ b erec hnet

wird, m uss immer im K on text der zu un tersuc henden Problemstellung b etrac h tet w er-

den. W ann sind zw ei Musik-Charts ähnlic h zueinander? In tuitiv sind sic h Charts umso

ähnlic her, w enn sie möglic hst die gleic hen Stüc k e mit möglic hst ähnlic hen Hörerzahlen

en thalten. Ab er diese Anforderung wirft direkt Probleme auf. Es wird b eispielsw eise als

wic h tiger empfunden, dass die ersten zehn P ositionen der b eiden Charts möglic hst ähn-

lic h sind, als dass dies für die P ositionen 100-200 der F all ist. W eiterhin stellt sic h die

F rage, wie zw ei Charts b esc ha�en sein sollten, w enn sie die maximale Distanz zueinan-

der hab en. Zunäc hst wird die Idee der chr onolo gischen R epr äsentation als Anforderung

an Distanzmaÿ und V orv erarb eitung v erdeutlic h t, ansc hlieÿend geh t es um die implizit
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Abbildung 8.1: Die Bedeutung der V orv erarb eitung am Beispiel der Zeitreihe des

Stüc ks Nirvana Lithium

folgenden Eigensc haften b ei V erw endung der Manhattan-Distanz auf Musik-Charts.

Die Idee der chr onolo gischen R epr äsentation ist, dass die K om bination aus V orv er-

arb eitung und Distanzmaÿ möglic hst gut die zeitlic he Di�erenz zwisc hen zw ei W o c hen-

c harts wiedergeb en soll. F ormal k ann diese F orderung durc h Pe arsons Korr elationsko-

e�zienten ausgedrüc kt w erden � Die K orrelation

� (xID ; y)

mit

xID = ( dID
1;1 : : : dID

nW ;1; dID
1;2 : : : dID

nW ;nW
)

und

y = ( j1 � 1j : : : jnW � 1j; j1 � 2j : : : jnW � nW j)

soll also durc h das Distanzmaÿ dID
maximiert w erden.

Die chr onolo gische R epr äsentation ist b ei allen sinn v ollen K om binationen aus V or-

v erarb eitung und Distanzmaÿ deutlic h v orhanden und en tspric h t zusätzlic h der In tuiti-

on der Nic h t-P erio dizität v on Musik-Charts. Diese Eigensc haft soll den Daten also nic h t

gew altsam �aufgedrüc kt� w erden � vielmehr sollen V orv erarb eitung und Distanzmaÿ

so gew ählt w erden, dass sie diese inhären te Eigensc haft möglic hst gut widerspiegeln.

Das hat v or Allem auc h dann einen V orteil, w enn Charts v erglic hen w erden, w elc he

sic h nic h t durc h ihren Zeitraum un tersc heiden, sondern z.B. in der Ben utzerausw ahl.

Dadurc h wird ein in tuitiv eres V erständnis b ei der Angab e der Distanz z.B. zwisc hen

den Charts der F rauen und denen der Männer möglic h. Es ist no c h zu b eac h ten, dass
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die Länge der Charts eine en tsc heidende Rolle spielen k ann, d.h. es w erden die in Ab-

sc hnitt 5.2 eingeführten P arameter ofs und k ein b ezogen, w elc he bisher meist als 1

und 400 angenommen wurden. W enn zum Beispiel n ur die T op-3 jeder W o c he b etrac h-

tet w erden, ist die Erfüllung der chr onolo gischen R epr äsentation sc h wieriger, als b ei

den T op-400. Als V orv erarb eitung wurden getestet: Normalisierung auf Zeilensumme

1 ( sum1 ), auf euklidisc he Länge 1 ( unit ) so wie Prozen tuierung ( pr o c ). En tsc heidender

als die V orv erarb eitung ist in diesem F all die W ahl des Distanzmaÿes. Die Abb. 8.2
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Abbildung 8.2: Chr onolo gische R epr äsentation v ersc hiedener Distanzmaÿe für T op-

10- und T op-400-Charts

zeigt das Ergebnis für die un tersc hiedlic hen K om binationen aus V orv erarb eitung und

Distanzmaÿ. Die K om bination aus Normalisierung auf die Länge v on 1 ( unit ) und der

Manhattan -Distanz zeigt die gröÿte K orrelation. Allerdings wurde sic h denno c h für

die Normalisierung auf die Summe v on 1 en tsc hieden, da sie einerseits eb enfalls eine

hohe K orrelation aufw eist und durc h ihre V erw endung die en tstehenden V ektoren als

diskrete W ahrsc heinlic hk eitsv erteilungen in terpretiert w erden k önnen. Die V erw endung

v on unit wurde eb enfalls un tersuc h t, ab er die Un tersc hiede sind äuÿerst gering. In ter-

essan t ist auc h, dass Sp e armans R ang-Korr elationsko e�zient für gröÿere k eine b essere

K orrelation zeigt. Bei Charts der Länge k > 1000 landet dieses Maÿ auf den ob ersten

Plätzen. Abb. 8.3(a) zeigt einen V ergleic h einiger Maÿe für k = 1 : : : 400. Wie erw artet

ist die K orrelation b ei T op- k Listen mit k < 10 sehr gering und steigt für gröÿere k an.

Der Scatterplot in Abb. 8.3(b) zeigt für k = 400 die Relation zwisc hen den Manhattan -

und den W o c hen-Distanzen.

Es w erden n un die impliziten F olgerungen der V erw endung der Manhattan-Distanz

auf Musik-Charts un tersuc h t. T riviale F olgerungen sind, da die Manhattan-Distanz ei-
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Abbildung 8.3: V ersc hiedene Distanzmaÿe un ter dem Gesic h tspunkt der chr onolo gi-

schen R epr äsentation

ne Metrik ist, Re�exivität und Symmetrie � die minimale Distanz v on 0 wird also

genau dann erreic h t, w enn die Charts exakt iden tisc h sind. Die maximale Manhattan-

Distanz b eträgt 2 und wird erreic h t, w enn die Mengen der Stüc k e disjunkt sind. Um

w eitergehende Aussagen üb er der Eigensc haften der Manhattan-Distanz zu ermögli-

c hen, w erden genauere Un tersuc h ungen zwisc hen P aaren v on Charts durc hgeführt. Es

wurden sc hon die P arameter ofs und k eingeführt, w elc he Startp osition und Länge der

Charts de�nieren. Allerdings mac h t die De�nition v on ofs n ur dann Sinn, falls die Re-

lation zwisc hen Chartp osition und Hörerzahl nic h t linear ist, d.h es wird ein w eiterer

P arameter distr eingeführt, w elc her eb endiese V erteilung b esc hreibt. Abb. 8.4 zeigt die

empirisc h ermittelte Dursc hnittsanzahl v on Hörern an P osition p der globalen Charts.

Die Anzahl nimm t logarithmisc h ab b ei w ac hsendem p und k ann appro ximiert w erden

durc h

distr (p) = a � log(b� p)

mit a � � 0:12 und b � 7:9. W eiterhin ist es b eim V ergleic h zw eier Charts miteinander

v on In teresse, wie viele gemeinsame Stüc k e in b eiden Listen v ork ommen � dieser

W ert wird als lap b ezeic hnet und liegt zwisc hen 0 und 1. Eine Anforderung an die

Chartdistanz ergibt sic h aus der T atsac he, dass hohe Chartp ositionen als wic h tiger

b etrac h tet w erden als w eiter hin ten liegende � man hält es b eispielsw eise für wic h tiger,

dass die P ositionen 1 bis 10 b eider Charts möglic hst üb ereinstimmen, als die P ositionen

90 bis 100. Die durc hsc hnittlic he Manhattan-Distanz in Abhängigk eit der P arameter
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Abbildung 8.4: Empirisc he und appro ximierte V erteilung der Hörer pro Chartp osition

und geometrisc he Deutung der Manhattan-Distanz

ofs, lap und k wird in Abb. 8.4 geometrisc h v eransc haulic h t. Die Fläc he A k orresp ondiert

zu dem E�ekt eines b estimm ten ofs und lap .

Mit

B = lap � f ( ofs + k)

ergibt sic h

A = �d
ofs ; lap ;k =

ofs + kZ

ofs

distr (x)dx � B:

O.B.d.A. k ann angenommen w erden, dass distr (x) = � log(x) . Man erhält

r @dofs = � log(x) �
1

ofs + k
:

Es folgt, dass die dursc hnittlic he Distanz

�d
ofs ; lap ;k mit w ac hsendem ofs logarithmisc h

abnimm t. Es ergibt sic h also, dass es w ahrsc heinlic her ist, dass T op 1:::10 -Charts groÿe

Distanzen aufw eisen, als T op 20:::30 -Charts, w as automatisc h den W unsc h nac h gröÿerer

Wic h tigk eit hoher Chartp ositionen erfüllt. Eine w eitere Implik ation ist, dass Charts,

w elc he viele Stüc k e teilen, ähnlic her sind, als solc he, deren Stüc kmengen disjunkter

sind. W egen r @dlap = � lap , nimm t

�d
ofs ; lap ;k linear ab mit w ac hsendem lap . Der E�ekt

v on lap ist in tensiv er als der v on ofs. Genaugenommen en tspric h t die Distanz zw eier
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T op 1:::30 Charts, die säm tlic he Stüc k e teilen in et w a der Distanz zwisc hen zw ei T op 30:::60

Charts, die 29 Stüc k e teilen.

8.2 Datenausw ahl

Mit der Manhattan-Distanz auf normierten Chartv ektoren wurde ein geeignetes Di-

stanzmaÿ auf Musik-Charts gefunden und v eri�ziert. Dies ermöglic h t n un den ange-

spro c henen V ergleic h zwisc hen den Charts, w elc he auf der L ast.fm -Seite angezeigt w er-

den, also v on säm tlic hen 20 Millionen Nutzern generiert w erden und den Charts, w elc he

durc h die 20000 erfassten Nutzer generiert w erden. Allerdings ergibt sic h no c h eine Be-

sonderheit � bisher wurden immer Charts b etrac h tet, die in ihrer F orm der �w eic hen�

Einsc hränkung auf ofs = 1 und k = 400 en tsprac hen, d.h. der K onsum v on Stüc k en, die

in einer b estimm ten W o c he aus den T op-400 herausgefallen sind, ist nic h t auf 0 gesetzt

gew esen. Solc he Ein träge sind jedo c h für die L ast.fm -Charts nic h t v ohanden, deshalb

wird auc h auf den generierten Charts diesmal die �harte� Einsc hränkung v erw endet.

Es ergeb en sic h also zw ei Matrizen l jGEN j
und l jLF M j

, zwisc hen deren Elemen ten die

Distanzen ausgerec hnet w erden:

dQ
w = dMAN (l jGEN j

w;: ; l jLF M j
w;: )

Abb. 8.5 zeigt einen Plot üb er alle W o c hen. Ohne eine qualitativ e Bew ertung sind diese
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Abbildung 8.5: W o c hen w eise Distanzen zwisc hen den Charts der L ast.fm -Seite und

den aus den extrahierten Daten generierten Charts

Distanzen jedo c h k on textlos. Daher w erden diese Distanzen mit der dursc hnittlic hen

Distanz zw eier W o c henc harts lLF M
p;: und lLF M

q;: mit einer zeitlic hen Distanz v on jp� qj = i
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Abbildung 8.6: Distanz zwisc hen generierten und tatsäc hlic hen Charts der Länge k
gemessen in �L ast.fm-W o chen �

W o c hen v erglic hen. Das Ergebnis wird in Abb. 8.6 gezeigt und ermöglic h t die In terpre-

tation, dass die durc hsc hnittlic he Distanz zwisc hen ec h ten und generierten Charts der

Länge 400 der Distanz en tspric h t, die zw ei L ast.fm -W o c henc harts zueinander hab en,

w elc he ca. 1.5 W o c hen v oneinander en tfern t sind.

In einem w eiteren Exp erimen t wurden zusätzlic h no c h zufällige Charts generiert.

Um möglic hst �natürlic he� Zufallsc harts generieren zu k önnen, w erden sie abhängig

v on den P arametern jew eils paarw eise erzeugt:

rck; ofs ; lap ; distr ; scoun t

= < r 1; r2 >;

w ob ei ofs, k, lap und distr wie v orher b estimm t sind � neu ist der P arameter scoun t ,

w elc her die Anzahl der v orhandenen Stüc k e üb er denen die Charts generiert w erden

sollen, angibt. Für k = 10 , ofs = 20 , lap = 5 und scoun t = 109 erhält man zw ei

Charts der Länge 10, b eginnend an P osition 20 bis P osition 30 üb er eine Gesam tanzahl

v on 109 Stüc k en, w elc he 50% ihrer Stüc k e teilen. Auf diese W eise k önnen die Distan-

zen der Charts jew eils in tern und un tereinander errec hnet w erden. Abb. 8.7 zeigt die

en tsprec henden V erteilungen. Es zeigt sic h, dass die � L ast.fm $ Daten bank�-Distanzen

(rosa Linie) einen relativ niedrigen Distanzb ereic h ab dec k en. Die Distanzen der Zufall-

sc harts liegen w esen tlic h w eiter rec h ts, w as auc h darauf zurüc kzuführen ist, dass sie

nic h t c hronologisc h zusammenhängen.

Diese Ergebnisse zeigen deutlic h, dass die Abfragestrategie erfolgreic h arb eitet. Mit

Hilfe der extrahierten Daten lassen sic h Charts generieren, w elc he eine relativ groÿe

Ähnlic hk eit zu den L ast.fm -Charts aufw eisen � und das, ob w ohl n ur 0:1% der 20
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Abbildung 8.7: Distanzv erteilungen zwisc hen Daten bank-, L ast.fm- und Zufalls-

Charts

Millionen registrierten Ben utzer erfasst wurden. Dieses Ergebnis ist auc h no c h v erb es-

serungsfähig � z.B. k önn ten durc h gröÿere playc ount -T oleranz mehr Ben utzer erfasst

w erden, w as die Distanzen w eiter v erringern k önn te. Zudem w erden auc h deshalb w ei-

tere Nutzer erfasst, w eil durc h das Auftauc hen neuer Stüc k e in den Charts auc h neue

topfans en tstehen, w elc he mit aufgenommen w erden. Auÿerdem k önnen sic h auc h die

topfans b ereits erfasster Stüc k e wieder ändern � auc h diese Ben utzer k ommen hin-

zu. Somit ist eine ständig ab er k on trollierbar w ac hsende Ben utzermenge und somit

Datengrundlage gegeb en, w elc he eine sinn v olle Repräsen tation b ezüglic h der Charts-

b estimmenden Ben utzer und Stüc k e darstellt.

8.3 Anzahl der T rend-Cluster

Die Un terteilung der globalen Charts in sieb en Grupp en (vgl. Absc hnitt 7.1.2 ) ist in

gewisser W eise willkürlic h. Es wurde sic h aufgrund des Dendr o gr ams in Abb. 7.3 für

diese Anzahl en tsc hieden. Eb ensogut k önn te man jedo c h auc h eine Un terteilung in

drei Klassen v ornehmen. Eine Möglic hk eit zur V eri�k ation bieten die so genann ten

Silhouette-Plots . Der Silhouette-W ert eines Datenpunktes x i ist ein Maÿ dafür, wie

ähnlic h dieser Punkt zu den Punkten in seinem eigenen Cluster, bzw. zu den Punkten

in den anderen Clustern ist. Der W ert liegt zwisc hen -1 und +1 und wird b erec hnet
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als

S(i ) =
min (dinter (i; k )) � dinner (i )

max(dinner (i ); min (dinter (i; k )))
;

w ob ei dinner (i ) der durc hsc hnittlic hen Distanz v on x i zu den restlic hen Punkten im

selb en Cluster en tspric h t und dinter (i; k ) der durc hsc hnittlic hen Distanz v on x i zu den

Punkten im Cluster k . Die Abb. 8.8 zeigt die Silhouette-Plots b ei v ersc hiedener Cluster-
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Abbildung 8.8: Silhouette-Plots für drei (a) bzw sieb en (b) Cluster

zahl. Generell zeigt sic h hier, dass T rends k eine absolut existierenden und klar de�nier-

ten Zeiträume sein m üssen, sondern es auc h stark v on der F ragestellung abhängt, w o

man die Grenzen zieh t. Eine Un terteilung in drei Klassen ist nic h t w eniger sinn v oll � es

k önn te auc h eine man uell gesetzte Grenze (z.B. b ei dem stark en P eak in W o c he 64) in

zw ei T eile erfolgen und so b estimm t w erden, wie sic h die zw ei Hälften v oneinander ab-

grenzen. Eines der Probleme, w elc he b ei dem V orgehen en tstehen k önnen, wurde auc h

sc hon in Absc hnitt 7.1.2 angespro c hen. Der V ergleic h der Ergebnisse zwisc hen V ormo-

natsv ergleic h, W ARD -V erfahren und U-Map k ann zur Aufdec kung v on Unstimmigk ei-

ten führen. In diesem F all w ar es der Üb ergang v on W o c he 101 zu W o c he 102, w elc her

v on dem W ARD -Kriterium als Clustergrenze eingeteilt wird, v on den anderen Linkage-

F unktionen hingegen nic h t. Auc h die Betrac h tung der ESOM-U-Map legte nahe, dass

diese Grenze un b egründet ist und dass ggf. andere V erfahren als W ARD v erw endet

w erden sollten. Es sc hein t also angebrac h t, den V ormonatsv ergleic h, das hierarc hisc he

Clustering, die ESOM mit U-Map -Darstellung so wie ggf. w eitere V erfahren zur Erkun-

dung der Strukturen innerhalb der Charts heranzuziehen und sic h erst dann für eine

Un terteilung (man uell, durc h V orgab e der Klassenzahl o der der Sc h w ellen w ert-Distanz

b eim Dendr o gr amm ) zu en tsc heiden.
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Diskussion

In diesem Kapitel geh t es um die Bean t w ortung der in der Einleitung gestellten F ragen

so wie um eine kritisc he Auseinandersetzung mit dem eigenen Ansatz.

Ziel dieser Arb eit w ar es, in sozialen Netzw erk en mit Hilfe v on Metho den des Data

Mining nac h T rends zu suc hen und die Ergebnisse in möglic hst für Mensc hen v ersteh-

barer F orm zu generieren. Dazu wurden v on der Musikplattform L ast.fm nac h einer auf

den Mainstr e am -Bereic h fokussierten Strategie die K onsum-Informationen v on 21.784

Ben utzern üb er einen Zeitraum v on üb er zw ei Jahren (115 W o c hen) erfasst und in ei-

ner Daten bank gesp eic hert. Die Basisinformation b estand aus 142.994.004 T up eln der

F orm (we ek, user, song, playc ount) üb er 6.339.971 Musikstüc k en.

9.1 Bean t w ortung der zen tralen F ragestellungen

Die erste F rage b estand darin, wie es möglic h ist, Musik-T rends aufgrund der zur V erfü-

gung stehenden Daten basis formal fassen zu k önnen. Es wurde dab ei v ersuc h t, der in tui-

tiv en Au�assung m usik alisc her T rends als Zeiträume, in denen eine b estimm te K om bi-

nation aus Musikstüc k en und/o der -Stilen dominiert, gerec h t zu w erden. Die Repräsen-

tation v on T rends in F orm v on Matrizen, deren Zeilen den (zusammenhängenden und

c hronologisc h sortierten) W o c hen und deren Spalten den wic h tigsten, d.h. meistk onsu-

mierten Stüc k en en tsprec hen, w ob ei die Ein träge die normalisierten K onsum-Mengen

angeb en, erwies sic h als äuÿerst praktik ab el und gut in terpretierbar. Die K om binati-

on der Hörerzahlen der Stüc k e mit den diesen Stüc k en zugewiesenen T ags ermöglic h te

die T ransformation in Pro�le üb er m usik alisc he Stile wie r o ck, metal, ele ctr o, etc. und

erlaubte gleic hzeitig eine sinn v olle Dimensionsreduktion der 6-Milionen-dimensionalen

V ektoren um den F aktor 10000 so wie die b essere V ergleic h bark eit v on � un ter Um-

ständen disjunkten � Chart-V ektoren.

Die zw eite F rage, wie die en tsprec henden T rends automatisc h b estimm t w erden k ön-

nen, wurde mit Metho den des Data Mining angegangen. Dab ei w ar es wic h tig, ein
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passendes Ähnlic hk eits- bzw. Distanzmaÿ zu de�nieren, um die V erfahren adäquat

an w enden zu k önnen. Die durc h ein solc hes Maÿ ermöglic h ten Analysen wie das hier-

arc hisc he W ARD-Linkage- Clustering so wie die Visualisierung der ho c hdimensionalen

Distanz-Strukturen durc h die K om bination aus ESOM , U-Map und dem hier en t wic k el-

ten V erfahren der Insel-Generierung stellten sic h als mäc h tige W erkzeuge zur in tuitiv en

In terpretation heraus. Dab ei wurden Ein blic k e in die Bezieh ungen der W o c henc harts in

nic h t-transformierter F orm, d.h. üb er den Musikstüc k en so wie in transformierter F orm

üb er den m usik alisc hen Stilen als (durc h tf-idf ) ausgew ählte T ags ermöglic h t. Die er-

mittelten T rend-Cluster spiegelten sic h in allen v erw endeten V erfahren wieder, w as als

Bestätigung des Ansatzes aufgefasst wird. Das Problem der Darstellung dieser T rends

in möglic hst v on Mensc hen v ersteh barer F orm wurde gelöst, indem die en tstandenen

T rend-Cluster c hronologisc h sortiert und mit Hilfe der line ar en Diskriminanzanalyse

jew eils v om v orangehenden Cluster separiert wurden. Die b etraglic h gröÿten Elemen te

des en tstandenen Gewic h tsv ektors dien ten als leic h t zugänglic he Charakterisierung der

en tsprec henden T rends und ermöglic h ten die Iden ti�zierung solc her Musik-Stüc k e bzw.

-Stile, w elc he zur Un tersc heidung der T rend-Cluster wic h tig w aren.

Die F rage nac h den Ursac hen v on T rends ist sc h wieriger zu b ean t w orten. Der V or-

monatsv ergleic h und die man uelle Üb erprüfung der en tdec kten Um brüc he legten als

eine wic h tige Ursac he für T rends das Ersc heinen neuer Alb en auf dem Musikmarkt

nahe - es ist jedo c h nic h t ausgesc hlossen, dass no c h w eitere Ursac hen, wie saisonale

Bedingungen, W erbung o der Zufallsk omp onen ten v on Bedeutung sind.

Eine w eitere F rage w ar, w elc he un tersc hiedlic hen Rollen die Ben utzer selbst b ei der

Ausbreitung v on T rends spielen und ob es möglic h ist, eine Un terteilung der Ben ut-

zer in �T rendsetter� und andere K onsum-T yp en v orzunehmen. Daher wurden für jeden

Ben utzer und für jeden v erfügbaren Zeitpunkt K onsumpro�le erzeugt. Diese gab en

Auskunft üb er den �V orher-� und �Nac hher�-K onsum eines Ben utzers b ezüglic h eines

gegeb enen Zeitpunktes und wurden mit dem K-Me ans und dem W ARD -V erfahren er-

folgreic h geclustert, um t ypisc he Pro�le zu ermitteln. Dab ei ergab en sic h die fünf Pro�l-

Klassen �T rendsetter�, �F rüherk enner�, �Charthörer�, �Aufspringer� und �Nac hzügler�.

Die ansc hlieÿende Klassi�zierung aller Ben utzer mit Hilfe der Korr elationsdistanz er-

laubte einen Ein blic k in die Ausbreitungs-Strukturen v on Musik-T rends. Dab ei stellte

sic h heraus, dass sic h die Ausbreitung v on T rends o�en bar in �w ellenförmiger� Art und

W eise durc h die Ben utzergemeinde zieh t, d.h. einige P ersonen b eginnen sc hon früh,

b estimm te Stüc k e o der Stile zu k onsumieren, w elc he ansc hlieÿend v on anderen P er-

sonen aufgegri�en w erden, w ährend erstere sc hon wieder et w as anderes hören. Diese

Ausbreitung erreic h t nac h einigen W o c hen ihren Höhepunkt, d.h. eine maximale An-

zahl v on P ersonen, die zur gleic hen Zeit die en tsprec hende Musik k onsumieren � dies
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äuÿert sic h dann in den globalen w ö c h tenlic hen Charts, w elc he auf der L ast.fm -Seite

präsen tiert w erden. Ansc hlieÿend setzt sic h die Ausbreitung fort und erreic h t zuletzt

die Ben utzer, w elc he hier als �Nac hzügler� b ezeic hnet wurden.

Die Exp erimen te führten zu einigen Erk enn tnissen b ezüglic h der Natur v on Musik-

T rends. Erstens deren Nic h t-P erio dizität, also die ständige und nic h t-zyklisc he W ei-

teren t wic klung m usik alisc her T rends. Diese Eigensc haft ist b esonders b ei den globalen

W o c henc harts v orhanden und k onn te durc h An w endung der Cluster- und Pro jekti-

onsv erfahren erk ann t w erden. Bei einzelnen Ben utzern o der kleineren Grupp en ist die

Nic h t-P erio dizität un ter Umständen v on sc h w äc herer F orm o der es existieren sogar

zyklisc he T rends � b eispielsw eise, w enn ein Ben utzer zwisc henzeitlic h b estimm te Neu-

ersc hein ungen auf dem Musikmarkt k onsumiert und ansc hlieÿend wieder zu seinem

(stabilen) Lieblings-Stil w ec hselt.

Eine w eitere wic h tige Erk enn tnis ist, dass ein T rend sic h n ur innerhalb eines Bezugs-

Systems b estimmen lässt, also �relativ� ist. Auc h im Bezug auf Musik ist die F rage �W as

liegt momen tan im T rend� äuÿerst sc h wierig zu b ean t w orten. Selbst b ei einer Sp ezi�zie-

rung durc h einen Zeitraum ergeb en sic h viele möglic he An t w orten, z.B. k önn te melo dic

de ath metal b ei P ersonen im T rend liegen, die so wieso gerne metal hören, spielt ab er

k eine Rolle in den globalen Charts aller Ben utzer. Es ist also immer eine F rage des

Standpunktes, w as momen tan im T rend liegt. Hier w aren es zuerst durc h V ormonats-

v ergleic h, W ARD , ESOM und U-Map ermittelten zeitlic he Ein teilungen üb er alle Be-

n utzer und Stüc k e, w elc he miteinander v erglic hen wurden und später die Un terteilung

in Männer und F rauen, bzw. das Clustering der Ben utzer aufgrund ihrer durc hsc hnitt-

lic hen Stil-V ektoren. Besonders un ter diesem Gesic h tspunkt bietet der hier v orgestellte

Ansatz zahlreic he Möglic hk eiten zur Bean t w ortung k onkreter F ragestellungen, da er

�exib el gen ug ist, um diese Relativität v on T rends im jew eiligen K on text b etonen zu

k önnen � einerseits durc h die dynamisc he Generierung v on Charts und andererseits

durc h V erw endung der LD A zur Charakterisierung der Ergebnisse.

9.2 Kritisc he Betrac h tung und V ergleic h mit

F olkRank

Das in dieser Arb eit v orgestellte V erfahren bietet einige V or- und Nac h teile, w elc he hier

kritisc h erörtert w erden sollen.

Zunäc hst stellt sic h die F rage, wie sinn v oll die An w endung v on Clusterv erfahren auf

die erfassten Daten ist. Es ist b eispielsw eise durc h die b ei allen b etrac h teten Distanz-

maÿen gegeb ene chr onolo gische R erp äsentation , also der K orrelation zwisc hen zeitlic her
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Distanz in W o c hen mit der b erec hneten Manhattan -Distanz eine Eigensc haft der Chart-

En t wic klung en tdec kt und b eton t w orden, w elc he nahelegt, dass der V ormonatsv er-

gleic h ausreic hend sein k önn te, um eine sinn v olle Un terteilung des Gesam t-Zeitraums

v orzunehmen. Der Einsatz v on Clusterv erfahren, w elc he jeden Datenpunkt mit jedem

anderen in Bezieh ung setzt, k önn te üb er�üssig sein, da die Distanz mit zunehmen-

der zeitlic her En tfern ung eb enfalls grundsätzlic h zunimm t. Dazu ist zu b emerk en, dass

diese Eigensc haft zunäc hst demonstriert und v eri�ziert w erden m usste. Es ist also so,

dass durc h die eingesetzten Cluster- und Visualisierungs-T ec hnik en die chr onolo gische

R erpr äsentation erst einmal b estätigt w erden sollte. Da diese Erk enn tnis n un einmal

v orliegt, ist es in Zukunft b ei der Un tersuc h ung der globalen Charts üb er den gesam ten

Zeitraum ggf. möglic h, auf das Clustern zu v erzic h ten und n ur den (w esen tlic h w eniger

rec henin tensiv en) V ormonatsv ergleic h als alleiniges Kriterium zu Rate zu ziehen, um

die T rend-Zeiträume zu b estimmen. Allerdings ändert sic h diese Situation, sobald nic h t

die globalen Charts, sondern b eispielsw eise die p ersönlic hen Charts einzelner Ben utzer

b etrac h tet w erden � u.U. sind diese auc h durc h die T ag-In tegration transformiert. Es

ist dann möglic h, dass die chr onolo gische R epr äsentation n ur in sc h w ac her F orm o der

gar nic h t mehr auftritt � ggf. k ann auc h die Nic h t-P erio dizität v ersc h winden, d.h.

es ist denkbar, dass ein einzelner Ben utzer o der eine Grupp e v on Ben utzern T rends

de�nieren, w elc he sic h üb er den b etrac h teten Zeitraum wiederholen, also zyklisc her

Natur sind. Diese Eigensc haften k önnen mit dem V ormonatsv ergleic h allein nic h t en t-

dec kt w erden. Hier liefert insb esondere die U-Map -Darstellung eine Möglic hk eit zur

En tdec kung derartiger Strukturen.

Das Clustering der V ektoren mit Hilfe v on W ARD-Linkage ermöglic h t die automa-

tisc he Un terteilung des Zeitraums, jedo c h ist es denkbar, dass andere V erfahren b esser

geeignet sind. Ein Problem aller Linkage- Metho den ist, dass eine Betrac h tung des en t-

stehenden Dendr o gr amms v onnöten ist, um sic h für eine b estimm te Anzahl v on Clus-

tern zu en tsc heiden. Hier k önn ten andere Metho den wie das U*C -V erfahren, w elc hes

direkt auf den ESOM -Karten arb eitet, möglic herw eise b essere Ergebnisse ergeb en. Und

selbst b ei V erw endung v on Linkage -V erfahren ist nic h t sic her, ob das W ARD -Kriterium

als Linkage-F unktion die b este Metho de darstellt, da durc h seine V erw endung die An-

nahme impliziert wird, dass die Cluster v on (h yp er-)ellipsoider F orm sind. W eiterhin

zeigt die in Absc hnitt 7.1.2 angespro c hene Diskrepanz bzgl. der W o c hen 101 und 102,

dass das W ARD -Kriterium ev en tuell nic h t am b esten zur Erzeugung der Cluster geeig-

net ist. Dort suggerierten V ormonatsv ergleic h und U-Map , dass W ARD eine T renn ung

an einer Stelle v ollzieh t, an der k eine T renn ung sinn v oll ist (vgl. hierzu auc h Absc hnitt

8.3 ).

Auc h die W ahl der Distanzmaÿe bietet Möglic hk eiten zur Kritik. Die V erw endung
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der Manhattan -Distanz auf normalisierten Chart-V ektoren wurde zw ar im V alidie-

rungsk apitel als den anderen Distanzmaÿen üb erlegen v eri�ziert und seine impliziten

F olgerungen analysiert, jedo c h ist es denkbar, dass andere, nic h t b etrac h tete Maÿe

b esser geeignet w ären � b eispielsw eise zeigte sic h gegen Ende der Arb eit, dass die

V erw endung v on Sp e armans R angkorr elationsko e�zient als Distanzmaÿ auf sehr langen

Charts ( > 1500) häu�g b essere Ergebnisse hinsic h tlic h der chr onolo gischen R epr äsenta-

tion liefert. Auÿerdem wurde die Manhattan-Distanz auc h auf den T ag-transformierten

V ektoren angew endet ohne eine erneute Üb erprüfung durc hzuführen.

Die W ahl der Korr elationsdistanz zur Erstellung der Ben utzerpro�le und der Be-

n utzerklassi�zierung ist eb enfalls auf empirisc he Gründe zurüc kzuführen und k önn te

sic h b ei tiefergehender Betrac h tung als v erb esserungsfähig herausstellen, da b ei diesem

Maÿ nic h t die absoluten W erte der Ben utzerpro�le, sondern n ur ihre Bezieh ungen zu-

einander eine Rolle spielen, so dass Pro�le, w elc he zw ar v om V erlauf her ähnlic h sind,

jedo c h stark v oneinander ab w eic hende Mittelw erte b esitzen, demselb en Cluster zuge-

ordnet w erden. In diesem Zusammenhang stellt sic h auc h die F rage, ob das V orgehen,

zuerst das K-Me ans -V erfahren auf die Pro�le jeder Piv ot-W o c he anzu w enden, nic h t ei-

ne zu stark e �V erwisc h ung� der Strukturen erzeugt. Die En tsc heidung für k = 16 k önn te

sic h b ei detaillierter Betrac h tung als unzutre�end herausstellen � denno c h wurde die-

ses Prinzip nötig, da das W ARD -V erfahren zu sp eic herin tensiv ist, um ein direktes

Clustering aller Pro�le durc hzuführen, ggf. k önn te an dieser Stelle die Betrac h tung

der U-Map einer ESOM , die mit säm tlic hen 2 Millionen Pro�len trainiert wird, mehr

Aufsc hluss geb en (ein en tsprec hendes Exp erimen t wird b ereits durc hgeführt).

T rotz dieser Kritikpunkte zeigte sic h hier und in vielen w eiteren Exp erimen ten, dass

das grundsätzlic he V orgehen vielv ersprec hende Ergebnisse liefert und mäc h tig gen ug

ist, eine Vielzahl v on F ragestellungen b ezüglic h dem En tstehen und der Dynamik v on

T rends zu b ean t w orten.

Die univ erselle Einsetzbark eit des Ansatzes ermöglic h t insb esondere auc h einen V er-

gleic h mit dem F olkR ank -V erfahren � zur Erinnerung: der F olkR ank eines Elemen ts

x , w elc hes ein Ben utzer, ein b estimm ter Inhalt o der ein T ag ist, gibt die P opulari-

tät v on x b ei gegeb enem Pr efer enz-V ektor p an. Dab ei k ann p eb enfalls einen o der

mehrere Knoten dieser drei T yp en b etonen. W enn p b eispielsw eise den Ben utzer A
b eton t, wird folkrank (x)8x b erec hnet und ein Ranking erstellt, b ei dem die Elemen te

mit dem hö c hsten F olkR ank b ezüglic h A an erster Stelle stehen. Dies sind dann z.B.

seine F reunde, häu�g v erw endete Lesezeic hen und T ags.

Der Sc h w erpunkt liegt b ei F olkR ank auf der Au�assung des sozialen Netzw erk es

als Graphen und der An w endung einer PageR ank -V ersion auf diesem. Der zeitlic he

F aktor wird v orerst v ernac hlässigt � der F olkR ank wird auf einem sp ezi�sc hen Zu-
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stand des Graphen errec hnet. Die Zeit als w eitere Dimension wird dann zw ar später

als p opularity change eingeführt, allerdings m uss dazu wiederholt der gesam te Graph

erstellt w erden (dieser Nac h teil ist jedo c h v or allem auf del.ic o.us zurüc kzuführen �

b ei L ast.fm stehen die en tsprec henden Daten auc h rüc kblic k end zur V erfügung). Die

Generierung v on F olkR ank -W erten üb er die Zeit ist auc h deshalb ein aufw ändiges V er-

fahren, w eil die Gewic h ts-Propagierung innerhalb des Graphen durc h einen iterativ en

Prozess mit Zufallsk omp onen te ( r andom surfer ) realisiert ist. Auÿerdem sc hein t die

Mo di�k ation v on PageR ank für die Daten aus sozialen Netzw erk en et w as erzwungen,

da die Graphstruktur des F olksonomie -Graph stark v ersc hieden v on der des b ei Page-

R ank v erw endeten W eb-Graphen ist und demen tsprec hend erst transformiert w erden

m uss. Dab ei w erden die eigen tlic h v ersc hiedenen Knoten t yp en user, tag, und r esour c e

als gleic h angesehen und die tripartite Struktur des Graphen aufgebro c hen. Auÿerdem

zwingt die Ungeric h tetheit der Kan ten (im Gegensatz zum W eb-Graphen) b estimm te

Sc h w ellen und Regeln einzubauen, w elc he das ziellose hin- und her-p endeln des r andom

surfer v ermeiden.

Dagegen bleibt im hier v orgestellten Ansatz durc h die Repräsen tation der Daten in

F orm v on Relationen und deren Manipulation durc h Op erationen die Un tersc hiedlic h-

k eit der �Knoten�-T yp en erhalten und bildet dadurc h eine �exiblere Grundlage für ihre

K om bination. Ein Beispiel ist die In tegration der T ags: b ei L ast.fm steh t � im Gegen-

satz zu del.ic o.us � nic h t die Information zur V erfügung, w elc her Ben utzer w elc hem

Stüc k w elc hes T ag zugewiesen hat. Durc h die in Absc hnitt 6.1.3 b esc hrieb ene Matrix-

m ultiplik ation k ann jedo c h eine adäquatere Repräsen tation der Ben utzer durc h T ags

erreic h t w erden, da es als nic h t so wic h tig aufgefasst wird, w elc her Ben utzer den T ag

v erw endet hat, sondern w elc her Ben utzer Medien (Stüc k e) k onsumiert hat, die mit die-

sem T ag v ersehen wurden. Dab ei steh t auc h die zeitlic he K omp onen te v on Anfang an im

V ordergrund � so k önnen die Ben utzerc harts eines o der mehrerer Ben utzer sc hnell in

die Ausprägung üb er den T ags üb er die Zeit b erec hnet w erden ( W � S; S� T ! W � T ),

eb enso k önnen � b ei �xen o der aggregierten Zeitpunkten, die Charts aller Ben utzer

analog transformiert w erden, also U � S; S� T ! U � T . Durc h diese T ec hnik in K om-

bination mit der gezielten Einsc hränkung der Relationen auf den K on text der F rage-

stellung k önnen ohne zu groÿen rec hnerisc hen Aufw and neue Daten generiert w erden.

Der Einsatz v on Metho den des Data Mining bietet ein breiteres Sp ektrum an Analyse-

, V eri�k ations- und Visualisierungs-Möglic hk eiten, als dies b ei F olkR ank möglic h ist.

Dab ei k ann an vielen Punkten ein in tuitiv er Zugang zu den Daten gesc ha�en w erden

� einerseits durc h die Pro jektion mit ESOM und deren Visualisierung durc h U-Map

und andererseits auc h durc h die Erstellung v on für die Un tersc heidung zw eier Mengen

v on Chart-V ektoren wic h tigen Merkmalen un ter V erw endung der LD A . Dieser letzte

82



Kapitel 9 Diskussion

Sc hritt zeigt auc h die K ompatibiltät zu F olkR ank , da er eb enfalls auf die Errec hn ung

eines Rankings b estimm ter Elemen te, un ter Beib ehaltung eines b estimm ten T yps, wie

Stüc k e, Ben utzer, T ags, W o c hen, o der F reundsc haften hinausläuft.
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Prognose

Soziale Netzw erk e wie L ast.fm sind dynamisc he, selbstorganisierende Systeme, deren

Zustand sic h � wie in den v orangehenden Kapiteln deutlic h wurde � k on tin uierlic h,

ab er oft sprunghaft ändert. Eine grundsätzlic he Herausforderung derartiger Systeme

ist, diese Zustandänderungen nic h t n ur zu erk ennen und zu analysieren, sondern auc h

möglic hst gute Prognosen für die w eitere En t wic klung erstellen zu k önnen. Aus Zeit-

gründen k onn te dieser zusätzlic he T eil der Arb eit nic h t mehr in tensiv b earb eitet w er-

den, daher wird ein Üb erblic k üb er die Ideen und Exp erimen te zur V orhersage v on

T rends gegeb en.

10.1 Ursprünglic he Ansätze

Eine Idee zur Prognose v on zukünftig wic h tigen Stüc k en o der Stilen b estand anfangs

darin, die durc h die Ben utzerklassi�zierung gefundenen K onsumen ten-T yp en zu b e-

obac h ten und durc h ein Gewic h tungsv erfahren die Stüc k e, w elc he momen tan v on den

�T rendsettern� und �F rüherk ennern�gehört w eden, stärk er zu gewic h ten, als die der

�Aufspringer� und �Nac hzügler�. Dieser Ansatz k onn te jedo c h aus mehreren Gründen

nic h t realisiert w erden. Zum Einen ist die durc hsc hnittlic he Distanz dieser Ben utzer

zu den globalen W o c henc harts extrem ho c h und der absolute playc ount eb enfalls, w as

dazu führt, dass neb en den p oten tiellen Geheim tipps ein k aum zu �lterndes �Rausc hen�

v orliegt. Zum Anderen sind die K onsumen ten-T yp en nic h t stabil üb er die Zeit, wie n un

deutlic h w erden wird. Die Klassenzugehörigk eit wurde aufgrund des durc hsc hnittlic hen

K onsum-Pro�ls jedes Nutzers b erec hnet. Um n un zu üb erprüfen, ob diese Einordn ung

auc h stabil ist, k ann ein Ben utzer ausgew ählt w erden � hier ein Repräsen tan t aus der

Klasse der �F rüherk enner� � und sein Pro�l jeder W o c he mit jedem der fünf Klas-

senpro�le v erglic hen (d.h. die jew eilige K orrelation b estimm t) w erden. Abb. 10.1 zeigt

das Ergebnis. Es ist o�en bar nic h t möglic h, diesen Ben utzer als �Dauer-F rüherk enner�

einzustufen, da die Klassenzugehörigk eit Sc h w ankungen ausgesetzt ist � auc h w enn
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Abbildung 10.1: K orrelation der w ö c hen tlic hen K onsum-Pro�le eines Repräsen tan ten

aus Klasse 2 zu dem Zen troid seiner Klasse üb er die Zeit � deutlic h erk enn bar die

instabile Zugehörigk eit

sein Durc hsc hnittspro�l zur Einordn ung in die Klasse der �F rüherk enner� geführt hatte.

Dieses Ergebnis ist im Bezug auf die Prognose v on T rends et w as ern üc h ternd. Wäre

die Zuordn ung dauerhaft stabil, so k önn ten ggf. die �Dauer-T rendsetter� zur Prognose

v erw endet w erden. Die Instabilität mac h t diesen Ansatz jedo c h w enig erfolgv erspre-

c hend.

Ein w eiterer Gedank e w ar, dass sic h T rends üb er F reundsc haften un ter den Be-

n utzern ausbreiten � so w äre es ggf. möglic h, diese Ausbreitung durc h Kenn tnis

der F reundsc hafts-Struktur zu mo dellieren und v orherzusagen. Ab er auc h dieser An-

satz sc hein t w enig aussic h tsreic h, da die bisherigen Ergebnisse darauf hindeuten, dass

F reundsc haften b ei L ast.fm eine eher un tergeordnete Rolle spielen � ein Ansatz zur

Un tersuc h ung der Sozialstruktur �ndet sic h im Anhang B .

Vielv ersprec hender sind dagegen die Ergebnisse der Mo dellierung der Zeitreihen der

Hörerzahlen für die einzelnen Stüc k e, w elc he im F olgenden b esc hrieb en wird.
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10.2 Zeitreihen-Mo delle

Es wurden die Zeitreihen des K onsums der Stüc k e b etrac h tet. Die Möglic hk eit, diese

erfolgreic h zu extrap olieren, würde auc h zur Möglic hk eit der V orhersage der W o c hen-

c harts führen. Gegeb en w ar also ein Zeitpunkt wnow 2 W mit now < jWj , der als

Gegen w art de�niert ist. Dann ist

lpre = ( l jGEN j
i;s )i = 1 : : : now

die bis dahin b ek ann te Zeitreihe. Ziel ist die Bestimm ung v on

x = ( x1; : : : ; xnow+1 ) mit jx j � l jGEN j
now+1 ;j j

2
minimal :

Als V ergleic h dien te die naiv e Annahme, dass sic h die Charts v on dieser zur näc hsten

W o c he üb erhaupt nic h t ändern, also

x = x0
mit x0

j = l jGEN j
now;j :

Die Di�erenz der Distanzen zwisc hen x und x0
zum tatsäc hlic hen W ert

d(x; l jGEN j
now+1 ;:) � d(x0; l jGEN j

now+1 ;:)

wurde als messbares Qualitätsmaÿ v erw endet. Die Zeitreihe wurde mit Hilfe der Mat-

lab Curve Fitting T o olb ox durc h v ersc hiedene Mo delle (P olynomial-, F orier-, Gauÿ-

und Exp onen tial-F unktionen v ersc hiedenen Grades) appro ximiert und jew eils um einen

W ert extrap oliert. Die b esten Ergebnisse erzielte die Mo delllierung durc h Exp onen ti-

alfunktionen ersten Grades:

Y = a � exp(b� x)

Abb. 10.2 zeigt die Di�erenz zwisc hen naiv em Ansatz und diesem Mo dell zur Prognose

der Charts in W o c he 64. Dab ei ist erk enn bar, dass die Mo dellierung der Zeitreihen b ei

zu w enigen v orher b ek ann ten W o c hen ( � 4) no c h relativ sc hlec h te Prognosen liefert �

erk enn bar an der geringen Di�erenz zu dem naiv en Ansatz. Bei sieb en v orher b ek ann-

ten W o c hen stellt sic h ein v orläu�ges Maxim um ein. Die b ei sieb en v orher b ek ann ten

W o c henc harts prognostizierten Charts zeigt Abb. 10.3 . Es zeigt sic h, dass durc h die

Mo dellierung der Zeitreihen durc h die Exp onen tialfunktion sc hon eine deutlic h b essere

Prognose der Charts ermöglic h t wird, als b ei dem naiv en Ansatz k einer V eränderung.

Dieses vielv ersprec hende Ergebnis motiviert zu einer tiefergehenden Auseinanderset-

zung mit den Möglic hk eiten der Zeitr eihenanalyse wie z.B. AR(I)MA -Mo dellen, w el-

c he in vielen Fällen erfolgreic h eingesetzt w erden k onn ten, wie z.B. der Prognose v on
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Abbildung 10.2: Qualität der Chart-Prognose für W o c he 64 (Exp onen tial-Mo dell

ersten Grades) b ei v ersc hiedener Anzahl an v orher b ek ann ten W o c henc harts

Börsenkursen. Wünsc hensw ert w äre es, w enn in einem Chart-En tsteh ungsmo dell nic h t

n ur die Hörerzahlen der Stüc k e eingehen würden, sondern sinn v oll v on der Information

in UC Gebrauc h gemac h t w erden k önn te. Dies liefe auf eine Event-Pr e diction hinaus,

ein Mo dell, mit dem zuv erlässig die W ahrsheinlic hk eit b erec hnet w erden k ann, dass ein

Ben utzer ein b estimm tes Stüc k in der näc hsten W o c he hört o der nic h t hört.
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P osition Song Listener

1 The P ostal Service Suc h Great Heigh ts 0.021878

2 Red Hot Chili P epp ers Dani California 0.021838

3 T o ol Vicarious 0.01982

4 P anic A t the Disco I W rite Sins Not T ragedies 0.019662

5 Death Cab for Cutie Soul Meets Bo dy 0.018396

6 Arctic Monk eys When the Sun Go es Do wn 0.017486

7 Arctic Monk eys I Bet Y ou Lo ok Go o d on the Dan-

ce�o or

0.017447

8 Coldpla y Fix Y ou 0.017209

9 Oasis W onderw all 0.01717

10 F ranz F erdinand T ak e Me Out 0.017051

(a) Naiv e Prognose (en tspric h t W o c he 63)

P osition Song Listener

1 Red Hot Chili P epp ers Dani California 0.032647

2 T o ol Vicarious 0.020435

3 The P ostal Service Suc h Great Heigh ts 0.019141

4 T o ol Jam bi 0.018021

5 P anic A t the Disco I W rite Sins Not T ragedies 0.017881

6 Death Cab for Cutie Soul Meets Bo dy 0.016831

7 Oasis W onderw all 0.016236

8 T o ol The P ot 0.016026

9 Arctic Monk eys When the Sun Go es Do wn 0.015466

10 Red Hot Chili P epp ers Stadium Arcadium 0.015256

(b) Die tatsäc hlic hen Charts aus W o c he 64

P osition Song Listener

1 Red Hot Chili P epp ers Dani California 0.032272

2 T o ol Vicarious 0.025293

3 T o ol Jam bi 0.02204

4 T o ol The P ot 0.020908

5 The P ostal Service Suc h Great Heigh ts 0.020861

6 P anic A t the Disco I W rite Sins Not T ragedies 0.019483

7 Arctic Monk eys When the Sun Go es Do wn 0.017377

8 Death Cab for Cutie Soul Meets Bo dy 0.017129

9 F ranz F erdinand T ak e Me Out 0.016897

10 Coldpla y Fix Y ou 0.01652

(c) Prognose durc h Exp onen tial-Mo dell 1. Grades

Abbildung 10.3: V ergleic h zwisc hen Prognose durc h Exp onen tial-Mo dell und naiv em

Ansatz für W o c he 64
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Zusammenfassung

In dieser Arb eit wurde mit Metho den des Data Mining das soziale Netzw erk und

In ternetradio L ast.fm un tersuc h t, um Aufsc hluss üb er die Struktur, Dauer und möglic he

Ursac hen v on m usik alisc hen T rends zu geb en.

Die Herausforderungen b estanden in der Bestimm ung der zur T rend-En tdec kung re-

lev an ten Daten so wie deren Extraktion und sinn v olle Repräsen tation und V orv erarb ei-

tung. W eiterhin m ussten die zu v erw endenden Metho den des Data Mining ausgew ählt,

getestet und v eri�ziert w erden.

Es wurde sic h für die in tuitiv e Au�assung v on T rends in F orm einer Menge v on

c hronologisc h aufeinander folgenden Musik-Charts en tsc hieden. Derartige geordnete

Listen v on Stüc k en, T ags o der Ben utzern k önnen nac h dem hier b esc hrieb enen V er-

fahren für v ersc hiedene F ragestellungen generiert und miteinander v erglic hen w erden.

Dab ei wurde b esonders die Generalisierbark eit des Ansatzes b eton t und an ausgew ähl-

ten Beispielen demonstriert.

Es k onn te gezeigt w erden, dass die Manhattan-Distanz auf normierten Chart-V ektoren

ein geeignetes Distanzmaÿ darstellt, w elc hes univ ersell einsetzbar ist und äuÿerst gut

zur En tdec kung v on T rends in F orm v on temp oralen Phasen durc h V erfahren der Clus-

teranalyse wie dem W ARD-Linkage -V erfahren geeignet ist. W eiterhin stellte sic h die

K om bination aus ESOM , U-Map und der automatisc hen Insel-Generierung als mäc h ti-

ges W erkzeug zur in tuitiv en Erkundung der Ähnlic hk eitsstrukturen derartiger Charts

heraus. Eine zen trale Rolle nahm auc h die In tegration sym b olisc hen Wissens durc h die

K om bination der Charts mit den T ags ein � sie ist der Sc hlüssel zur Charakterisie-

rung v on T rends durc h m usik alisc he Stile, erlaubt realistisc here V ergleic he zwisc hen

Charts, w elc he nic h t-transformiert disjunkt w ären und ermöglic h t eine Dimensionsre-

duktion der 6-Millionen-dimensional en Chartv ektoren um den F aktor 10000. Durc h die

V erw endung der line ar en Diskriminanz-A nalyse zur Di�erenzierung v ersc hiedener Men-

gen v on Charts in ursprünglic her o der T ag-transformierter F orm k onn ten erfolgreic h

die zur Un tersc heideung dieser Grupp en relev an ten Stüc k e und Stile ermittelt w er-
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den. Der Hauptansatz der Arb eit b estand also darin, zunäc hst eine F ragestellung zu

form ulieren, dann die en tsprec henden Chart-Mengen zu generieren (durc h b estimm te

Merkmale wie Alter o der Gesc hlec h t ab er auc h durc h Clusterv erfahren o der visuel-

le Insp ektion emer genter selbstor ganisier ender Karten auf zeitlic h geordneten Charts

o der solc hen, b ei denen der F aktor Zeit k eine Rolle spielt), ansc hlieÿend o der v orher

(je nac h F ragestellung) die In tegration der T ags zu v ollziehen und als letzten Sc hritt

eine Diskriminierung mit Hilfe der LD A v orzunehmen, um die relev an ten und T rend-

k ennzeic hnenden Elemen te so wie deren In tensität zu ermitteln. Dieses V orgehen erwies

sic h � wie im An w endungs- und V alidierungsk apitel gezeigt � als sehr erfolgreic h und

univ ersell einsetzbar.

Ein w eiterer Ansatz zur Un tersuc h ung v on T rends b estand in der Analyse des K on-

sum v erhaltens der Ben utzer. Dazu wurden mit Hilfe der Chartdistanz K onsumpro�le

für jeden Ben utzer und jede W o c he generiert, w elc he eb enfalls mit Hilfe v on Metho den

wie K-Me ans und W ARD-Linkage geclustert wurden, um t ypisc he Ben utzert yp en zu

de�nieren und die Ben utzer en tsprec hend zu klassi�zieren in T yp en wie �F rüherk enner�

und �Charthörer�.

Der Zusatzteil der Arb eit, die Prognose v on T rends, k onn te aus Zeitgründen n ur

ansatzw eise b earb eitet w erden, w ob ei auf die ursprünglic hen Ideen zur Prognose durc h

Beobac h tung v on �Dauer-F rüherk ennnern� ' o der F reundsc haften un ter den Ben utzern

w egen der genann ten Resultate v erzic h tet wurde und stattdessen die Zeitreihen des

K onsums der Stüc k e un tersuc h t wurden. Dab ei stellte sic h heraus, dass durc h einfac he

Appro ximation der Zeitreihen durc h Exp onen tial- o der Gauss-F unktionen niedrigen

Grades und deren Extrap olation b ereits Prognosen ermöglic h t w erden, w elc he b esser

als der naiv e Ansatz k einer V eränderung arb eiten. Diese Ergebnisse motivieren zu einer

tieferen Auseinandersetzung un ter V erw endung v on Metho den der Zeitr eihenanalyse .
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Ausblic k

Die im Rahmen dieser Arb eit gesc ha�ene Datengrundlage und die Resultate der Exp eri-

men te motivieren zu einer detaillierteren Auseinandersetzung mit dem Thema. Dab ei

garan tieren die Abfragestrategie und der mo dulare Aufbau des Sche duler eine stets

aktuelle Daten basis für w eitere Ansätze. Ein k onkreter, b ereits initiierter Ansatz ist

die V erw endung der T ag-In tegration zur K ompression der W o c henc harts aller Ben ut-

zer. Die dadurc h en tstehenden Daten w erden w eitere Analysen und Erk enn tnisse nac h

sic h ziehen. Auc h die Aggregations- und K om binationsmöglic hk eiten der v ersc hiede-

nen Daten b ereic he wurden bisher n ur im Ansatz un tersuc h t und bieten Raum für die

Bean t w ortung in teressan ter F ragen.

Ein Bereic h, der in dieser Arb eit aus Zeit-Gründen nic h t in tensiv b earb eitet w er-

den k onn te ist der der Prognose v on Ereignissen innerhalb sozialer Netzw erk e. Dies

b einhaltet z.B. die V orhersage v on Hörerzahlen (und somit der W o c henc harts) durc h

V erw endung v on Metho den der Zeitr eihenanalyse . Dab ei m uss auc h un tersuc h t w er-

den, ob es ggf. sinn v oll ist, auf un terster Eb ene anzusetzen und den K onsum einzelner

Stüc k e für einzelne Ben utzer zu prognostizieren. V orher ist jedo c h eine w eitere Aus-

einandersetzung mit der Dynamik v on T rends innerhalb der Netze not w endig, um ein

adäquates Chart-En tsteh ungs-Mo dell zu en t w erfen, w elc hes das K onsum v erhalten der

Ben utzer ausreic hend gut mo delliert. Die Un terteilung der Ben utzer in K onsum t yp en

wie �T rendsetter� und �Nac hzügler� ist ein erster Sc hritt zur Beobac h tung v on �T rend-

Sphären�, es w äre hier ggf. möglic h, statt einzelne Ben utzer, ganze Grupp en v on Be-

n utzern zu isolieren, w elc he zusammengenommen als �T rendsetter-Grupp en� aufgefasst

w erden k önnen und eine gröÿere Stabilität dieser Zuordn ung b esitzen, als dies b ei ein-

zelnen Ben utzern der F all ist. Die V orhersage v on T rends w äre v on groÿem V orteil zum

b esseren V erständnis der V orgänge in sozialen Netzen.

Grundsätzlic h w äre es auc h erstreb ensw ert, den praktisc hen Charakter der Ansät-

ze nic h t zu v ernac hlässigen. Damit ist gemein t, dass z.B. die ESOM mit U-Map -

Darstellung als in tuitiv b edien bare Ben utzersc hnittstelle zu den ho c hdimensionalen
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Daten dienen k önn te und die Realisierung erfolgreic her Metho den in F orm v on In ternet-

Seiten o der W ebservices durc hgeführt wird. Das F eedbac k der Ben utzer und die dab ei

anfallenden Daten w ären dann ggf. wiederum v on In teresse zur V eri�zierung und Erw ei-

terung der Ansätze. Dab ei w äre es in teressan t, auc h formal einen allgemeineren Zugang

zu den Daten zu sc ha�en und die Metho dik auf andere soziale Netzw erk e anzu w enden

o der gar deren Daten un tereinander zu k om binieren. Der Umfang der Möglic hk eiten

üb ersteigt den Rahmen dieses Ausblic ks � ein Beispiel w äre die Realisierung einer

Data Mining -basierten T r end-Suchmaschine für soziale Netzw erk e, deren Ergebnisse

in v ersc hiedenen visuellen u.a. F ormen zur V erfügung stehen � je nac hdem, auf w elc he

Asp ekte das In teresse gelegt wird.
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Anhang A

En t wic k elte Soft w are

Sc heduler und Last.fm-T o olb o x

L ast.fm bietet eine Sc hnittstelle zu den Ben utzerdaten in F orm v on W ebservices, w o-

b ei die Anfrage als W ebadresse form uliert wird. Die An t w ort dieser Anfrage ist eine

Zeic henk ette im XML -F ormat. Die W ahl der Programmiersprac he für die Datenex-

traktion �el auf Ja v a, da es gegen üb er anderen Sprac hen einige wic h tige V orteile bzgl.

der gestellten Ansprüc he mit sic h bringt. Ja v a ist plattform unabhängig, so dass der

Sche duler auf v ersc hiedenen Betriebssystemen zum Einsatz k ommen k ann. Auÿerdem

bietet Ja v a einfac hen Zugri� auf F unktionen, die für die hier b esc hrieb enen Ansätze

ideal sind. Es existieren F unktionen zum Zugri� auf In ternetseiten (somit auc h für die

W ebservic es ) so wie solc he zum Auslesen v on XML -Zeic henk etten und zur V erbindung

mit MySQL -Daten bank en. Auÿerdem ist Ja v a mäc h tig gen ug, um gewisse rec henin ten-

siv ere Aufgab en zu üb ernehmen o der nativ e Prozesse zur V orv erarb eitung zu starten.

Der Sche duler dien t als autonomes System, w elc hes parallel in v ersc hiedenen Instanzen

sp ezi�sc he Aufgab en ausführt. Beispielsw eise k ann auf einem Rec hner die Extraktion

der Ben utzerdaten gesc hehen und auf einem anderen eine k omplexe Op eration auf den

Daten der Daten bank erfolgen. Der erste Rec hner k ann dann ungebremst arb eiten.

Durc h eine mo dulare Klassenstruktur und die V erw endung der R e�e ctions Java-API

ist es ohne viel Aufw and möglic h, den Sche duler um neue F unktionen zu erw eitern und

säm tlic he Aufgab en zur P�ege der Daten bank durc h ihn zu realisieren. Die Daten w er-

den ök onomisc h auf dem neuesten Stand gehalten, da sie sic h häu�g ändern und v or

allem ständig neue Ben utzer und W o c henc harts hinzuk ommen. Daher k önnen für die

v ersc hiedenen Aufgab en, i.F. Servic es , Ausführungsin terv alle festgelegt w erden. Diese

stehen in der Relation �sc heduler� der Daten bank und k önnen dort v erändert w erden.

Die Services selbst sind fehlertoleran t, so dass fehlerhafte F ormatierungen, Seiten- o der

Serv er-Ausfälle nic h t zum Absturz o der zur Üb ertragung fehlerhafter Daten in die Da-

ten bank führen. L ast.fm erlaubt eine Abfrage pro Sekunde. Daher k ommen innerhalb
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der Services Zeitstemp elv erfahren zum Einsatz, um die Daten möglic hst ausgeglic hen

auf dem neuesten Stand zu halten, bzw. neue Daten zu extrahieren. Der Service cr aw lU-

serCharts k ann für sic h allein theoretisc h das Hörv erhalten v on üb er 600.000 Ben utzern

aktuell halten ohne das Limit v on einer Anfrage pro Sekunde zu üb ersc hreiten. Die Er-

stellung der K onsum-Pro�le für säm tlic he Nutzer und Piv ot w o c hen ist ein aufw ändiges

V erfahren. Daher wurde es als Service in den Sche duler eingebaut, der nac h einem

Zeitstemp elv erfahren Ben utzer ausw ählt und ihre Pro�le erstellt bzw. aktualisiert.

Die Sc hnittstelle zwisc hen der Daten bank und Matlab wurde eb enfalls in Ja v a rea-

lisiert. Dies bietet die Möglic hk eit, sc hnell und b equem aus Matlab heraus b eliebige

SQL -Abfragen auszuführen und die Resultate in F orm v on Matrizen zur V erfügung zu

hab en.

Im Rahmen der Analyse der Daten en tstand eine L ast.fm-T o olb ox für Matlab, w elc he

ein �exibles F r amework zum Zugri� auf die Daten bank, zur Sp eic herung, Normalisie-

rung, Einsc hränkung, T ag-In tegration, etc. darstellt. Säm tlic he häu�g v erw endete Da-

tenanfragen w erden in einem sp eziellen Matlab-Skript zusammengefasst und erzeugen

lok ale K opien häu�g v erw endeter Daten im Matlab-F ormat, so dass die Datenanalyse

auf diesen Dateien erfolgen k ann und nic h t ständig zeitaufw ändige SQL -Abfragen an

den Daten bankserv er gesendet w erden m üssen. Durc h diese T ec hnik k önnen die Ana-

lysen ohne groÿen Aufw and immer auf den aktuellsten Daten durc hgeführt w erden.

Island-Generierung

Wie sc hon erw ähn t, w erden b eim T raining der ESOM häu�g Karten toroider T op ologie

v erw endet. Die en tsprec henden U-Maps hab en somit top ologisc h k eine Ränder � in

einer rec h tec kigen Darstellung hingegen sc hon. Ein Ausw eg ist, eine gek ac helte Dar-

stellung der U-Map zu v erw enden � jedo c h ersc heinen dann säm tlic he Bestmatc hes je

vier mal, w as es ersc h w ert, die Orien tierung auf der Karte zu b ehalten.

Im Rahmen der Arb eitsgrupp e Daten bionik en tstand ein W erkzeug, das es ermög-

lic h t, auf der gek ac helten Darstellung durc h man uelle De�nition eines P olygons b e-

liebige F ormen herauszusc hneiden und zur Visualisierung der Karte zu v erw enden.

Der V orteil ist, dass ränderüb ergreifende Cluster zusammenhängend dargestellt w er-

den k önnen. Die Darstellung wird als Island-Visualisierung b ezeic hnet.

Im Rahmen dieser Arb eit wurden eb enfalls toroide Karten erstellt, die Erstellung

der Island-Grenzen erfolgt jedo c h automatisc h � dies wird durc h die zeitlic he Zusam-

mengehörigk eit der V ektoren ermöglic h t (aufeinander folgende W o c henc harts). Es wird

in tern eine theoretisc h unendlic he Kac helung erstellt und b ei dem c hronologisc h ers-

ten Datenpunkt gestartet. V on dort aus wird immer die P osition des näc hsten V ektors
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auf der Karte gesuc h t und so ein zusammenhängender Graph aufgebaut. Ansc hlieÿend

w erden die un ter diesem Graph liegenden Karten b ereic he üb ernommen und die Ränder

w eic h abge�ac h t. Dieses V erfahren ist einfac h und k ann immer b ei zeitlic h geordneten

V ektoren eingesetzt w erden.
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Anhang B

W eitere Exp erimen te

Sozialstruktur b ei Last.fm

L ast.fm ist ein soziales Netzw erk, daher liegt es nahe, auc h die F reundsc hafts-Strukturen

un ter den Ben utzern zu analysieren.

Zur Ausbreitung v on T rends üb er F reundsc haften

Dass die Ursac he v on der Ausbreitung v on T rends mit der Sozialstruktur zu tun hab en

k önn te, ist ein in teressan ter Gedank e � es lieÿe sic h ggf. v orraussagen, dass, w enn

P erson A ein b estimm tes neues Stüc k hört, auc h dessen F reunde nac h kurzer Zeit auf

dasselb e Stüc k aufmerksam w erden. Die F reundsc haftsangab en der T ab elle in Abb. 7.17

suggerieren jedo c h sc hon, dass soziale V erbindungen hauptsäc hlic h un ter den �Chart-

hörern� b estehen und soziale Ursac hen für T rends b ei L ast.fm eher un w ahrsc heinlic h

sind.

Um dies zu un tersuc hen, wurde das Musik-Stüc k Dani California v on den R e d Hot

Chili Pepp ers ausgew ählt. Das Stüc k b elegt in W o c he 64 Platz eins der Charts. Es

erfolgt eine relativ sc hnelle Ausbreitung innerhalb v on ca. zw ei Monaten. Nac h W o c he

65 sinkt die P opularität zunäc hst plötzlic h und p endelt sic h danac h auf einem relativ

stabilen Niv eau ein. Jedo c h spielen o�en bar F reundsc haften un ter den Ben utzern k aum

eine Rolle für die Ausbreitung des Stüc ks. Selbst in W o c he 66 ist der Grad der sozia-

len V ernetzung un ter den Hörern des Stüc ks relativ sc h w ac h (dursc hnittlic h liegt der

F reundsc haftsgrad b ei 0:219).

Dies ist zw ar k ein Bew eis für die Irrelev anz v on F reundsc haften b ei der Ausbreitung

v on m usik alisc hen T rends im L ast.fm -Netzw erks, legt jedo c h den Sc hluss nahe, dass

andere F aktoren wic h tiger sind. Die Nutzer k omm unizieren indirekt üb er die L ast.fm -

W ebseite: Einige Ben utzer hören v erstärkt ein neues Stüc k, L ast.fm registriert dies als

A ufsteiger und dadurc h, dass es auf der W ebseite ersc hein t, w erden sc hlagartig w eitere
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Ben utzer darauf aufmerksam � dieses Mo dell der selbstv erstärk enden T rendv erbrei-

tung sc hein t plausib el, ist jedo c h leider nic h t mit Hilfe der bisherigen Datengrundla-

ge üb erprüfbar, da L ast.fm nic h t die Information b ereitstellt, wie (o der weshalb ) ein

Ben utzer ein b estimm tes Stüc k hört (z.B. lok ale Audio dateien o der Ben utzung der

L ast.fm -Seite und dort wiederum: Glob al-Chart- , Neighb ourho o d- , T ag- o der Similar

A rtist -Radio).

Visualisierung durc h MDS

Die im Kapitel 4 erw ähn te Eigensc haft der Skalen-F r eiheit für soziale Netzw erk e liegt

auc h hier v or, wie sic h n un zeigen wird. Es wurden die F reundsc haftsb ezieh ungen un ter
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Abbildung B.1: Existenz der Skalen-F r eiheit des F reundsc hafts-Graphen

den erfassten Nutzern studiert und p er MDS (vgl. 2.6.2 ) visualisiert. Dab ei ergibt sic h

ein Kern v on ca. 3500 zusammenhängenden Ben utzern. Zunäc hst wird die A djazenz-

matrix A mit

A i;j =

(
1; falls ui und uj b efreundet

0 sonst

aller 20000 Ben utzer erstellt. Abb. B.1(a) zeigt die V erteilung der F reundsc haftsgrade.

Die Abnahme en tspric h t den Ergebnissen, w elc he auc h v on Barabási et al. in [ 3 ] für

andere Netzw erk-Strukturen en tdec kt wurden und lässt sic h durc h

P(k) � k� 
 ;
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mit 
 � 2:1 appro ximieren. Ansc hlieÿend wird A mit dem Floyd-W arshal l -Algorithm us

zur Bestimm ung kürzester W ege in A0
mit

A0
i;j =

(
n; falls der kürzeste W eg zwisc hen ui und uj die Länge n hat

0; falls k ein solc her W eg existiert

üb erführt. Dab ei b edeutet A0
i;j = n , dass sic h Nutzer ui und uj �üb er n Ec k en� k ennen.

Der gröÿte zusammenhängende T eilgraph A00
v on A0

wird b estimm t, dab ei reduziert

sic h die Anzahl der Ben utzer v on 20000 auf et w a 3500. A00
wird dann als Distanzmatrix

D einer MDS auf p = 3 Dimensionen v erw endet.

Abb. B.1(b) zeigt die V erteilung der Längen der kürzesten W ege zwisc hen P aaren v on

Ben utzern � es ist deutlic h zu erk ennen, dass jeder der 3500 Ben utzer jeden anderen

üb er durc hsc hnittlic h sieb en Ec k en k enn t, wie dies auc h v on der smal l world the ory

v orhergesagt wird. Abb. B.2(a) und B.2(b) zeigen das Ergebnis der MDS -Pro jektion der

durc h Floyd-W arshal l ermittelten Kürzeste-W ege-V ektoren. Es ist gut zu erk ennen, wie

ein relativ kleiner Kern den gesam ten Graph zusammenhält. Dies ist t ypisc h für skalen-

fr eie Graphen. Einer der in Abb. B.2(b) gezeigten Ben utzer hat üb er 2000 F reunde und

trägt groÿe V eran t w ortung daran, dass der Graph zusammenhängend ist.
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(a) Ergebnis der MDS der Matrix der kürzesten W ege auf drei Dimensionen

� Bestätigung der smal l world the ory (sehr w enige, stark v ernetzte Ben utzer

im Zen trum und extrem viele sehr sc h w ac h v ernetzte Ben utzer)

(b) Einer der Ben utzer hat üb er zw eitausend F reunde
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T ag-T ransformation aller Ben utzer

Dieser Absc hnitt zeigt die ersten Ergebnisse der eingeleiteten T ag-T ransformation für

alle Ben utzer-Charts üb er alle W o c hen. Abb. B.2 zeigt einen Aussc hnitt der U-Map

Abbildung B.2: Die Karte zeigt L ast.fm -Ben utzer in W o c he 64, nac h ihren transfor-

mierten T ag-V ektoren geclustert. Für jeden Ben utzer sind seine T op-T ags angegeb en

einer ESOM , die mit den tag-transformierten V ektoren einiger h undert Ben utzer in

W o c he 64 trainiert wurde. Dieses Bild stellt eine Art �Momen t-Aufnahme� der Stil-

En t wic klung der einzelnen Ben utzer dar. Es ist gut die Bildung v on Stil-Clustern zu

erk ennen. Hier zeigt sic h auc h ein V orteil der V erw endung der tf-idf zur Gewic h tung der

T ags: Die Stil-Angab en sind w esen tlic h aussagekräftiger, als dies b ei nic h t-gewic h teten

T ags der F all ist, dort dominieren r o ck, indie und indie-r o ck in jedem Pro�l so stark,

dass k eine in teressan ten Aussagen üb er die Stil-Misc h ungen möglic h sind.

Ein näc hster Sc hritt ist, nic h t die Charts zu einem gegeb enen Zeitpunkt zu b etrac h-

ten, sondern für eine Menge v on Ben utzern säm tlic he W o c hen-Charts zu generieren,

diese durc h die T ag-T ransformation in Stil-V ektoren zu üb erführen und ansc hlieÿend
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eine ESOM mit diesen Daten zu trainieren. Das Ergebnis zeigt Abb. B.3 . Hier wurde

dieser Ansatz für zehn zufällig ausgew ählte Ben utzer durc hgeführt. Wie man sieh t, bil-

den sic h deutlic he Stil-Cluster für jeden Ben utzer. Innerhalb dieser Cluster b e�nden

sic h die tag-transformierten Chart-V ektoren aller v erfügbaren W o c hen. Die Abb. B.4(a)

zeigt dieselb en Daten nac h der in Absc hnitt A b esc hrieb enen Island-Generierung (für

jeden Ben utzer einzeln durc hgeführt). Durc h diese Visualisierung ist es b esser möglic h,

die Cluster als solc he zu erk ennen, da sie nic h t mehr üb er die Ränder der Karte hin-

ausgehen. Die Abb. B.4(b) , B.5(a) und B.5(b) zeigen w eitere Aussc hnitte der Karte.

Abbildung B.3: Eine 80 � 50- ESOM wurde mit den tag-transformierten W o c hen-

Charts v on zehn zufällig ausgew ählten Ben utzern trainiert. Die U-Map lässt für

jeden Ben utzer einen eigenen Cluster erk ennen � o�en bar un tersc heiden sic h die

Ben utzer stilistisc h. Die F arb en der Besmatches k ennzeic hnen die Ben utzer.

104



A nhang B W eiter e Exp erimente

(a) Die automatisc he Island-Generierung ermöglic h t einen b esseren Üb erblic k

(b) Beispiel eines Stil-Clusters. Der �See� zeigt eine zeitlic he Phase gröÿerer

Stabilität � In teressan terw eise w ährend der 90er- und 100er-W o c hen, also der

Zeit, in der auc h die globalen Charts einen stark en Zusammenhang aufw eisen.

Un ter Umständen w ar der Ben utzer zu dieser Zeit stark an den globalen Charts

orien tiert

Abbildung B.4: Die deutlic he Existenz v on Stil-Clustern
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A nhang B W eiter e Exp erimente

(a) Benac h barte Cluster � die c hronologisc he Reihenfolge der p ersönlic hen

W o c henc harts ist durc h die Linien angegeb en.

(b) Ein Ben utzer, w elc her ein sprunghaftes V erhalten zeigt. Sein Stil-Cluster

un terteilt sic h wiederum in einige Un ter-Cluster.

Abbildung B.5: Die Visualisierung ermöglic h t die in teraktiv e Erkundung v on

Ähnlic hk eits-Strukturen. Dab ei w erden die einzelnen Stil-En t wic klungen der Ben ut-

zer üb er die Zeit sic h tbar, ab er auc h deren Bezieh ungen zueinander.
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